
Занятие 8

Дискриминантный анализ, 
многомерное шкалирование, 

кластерный анализ.
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Многомерные методы анализа: краткое повторение

1. У нас в руках много количественных переменных

2. На основании матрицы корреляций (или ковариаций) мы 

можем получить новые независимые переменные = 

компоненты – линейные комбинации старых (R-mode 

analysis)

3. Первая переменная описывает максимум изменчивости 

= имеет наибольшее собственное значение (eigenvalue)

4. Для компонент есть список коэффициентов (eigenvector), и 

можно рассчитать значения компонент для объектов

5. На основании матрицы дистанций между объектами 

тоже можно получить новые независимые переменные
(Q-mode analysis)



Представим, что наши объекты делятся на ГРУППЫ (в 

анализе есть независимая группирующая переменная).

Возможны два исследовательских вопроса:

1. Существуют ли различия между группами;

2. Можем ли мы успешно классифицировать объекты (в 

том числе, новые) в правильные группы.

Если бы непрерывная переменная была одна – one-way 

ANOVA.

Но их много!

Нужно протестировать гипотезу о влиянии группирующей 

переменной на комбинацию зависимых переменных и 

сравнить не средние в группах, а центроиды.



MANOVA – multivariate ANOVA: новый взгляд

MANOVA создаёт новую линейную комбинацию

зависимых переменных, такую, что для неё отношение 

межгрупповой и внутригрупповой изменчивостей 

максимально, т.е., для неё различия между группами 

наибольшие.

Переменная называется дискриминантная функция

(discriminant function)
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Техника почти как в PCA.



Этапы MANOVA:

1. На основе матриц генерируются линейные 

комбинации исходных переменных, считаются их 

коэффициенты (eigenvectors) и собственные значения 

(eigenvalues, в программе - roots);

2. Выбирают комбинацию с наибольшим собственным 

значением (для неё различия между группами 

максимальны);

3. Тестируют гипотезу об отсутствии различий между 

группами, для чего есть несколько статистик (напр., 

Wilks’s lambda), их сравнивают с F-распределением

4. Если гипотеза отвергнута, проводят post-hoc тесты и 

отдельные univariate ANOVA



Требования к выборкам для MANOVA

1. Многомерное нормальное распределение: довольно 

устойчива к отклонениям при одинаковых размерах групп, 

желательны одномерные нормальные распределения;

2. Очень чувствительна к аутлаерам

3. Очень чувствительна к гетерогенности дисперсий

(достаточно проверить гомогенность для отдельных 

переменных)

4. Корреляции между зависимыми переменными должны 

быть одинаковыми между группами

5. Чем больше переменных в анализе, тем 

чувствительнее модель к нарушениям этих требований.



ДИСКРИМИНАНТНЫЙ АНАЛИЗ

(discriminant function analysis)

Мы измерили целый набор переменных, и у нас 

ИЗНАЧАЛЬНО ЕСТЬ ГРУППЫ.

Мы хотим понять, чем отличаются между собой эти 

группы (на основе данных переменных).

(скажем, когда мы потом измерим эти переменные у 

нового пациента, мы сможем с известной вероятностью 

отнести её к той или иной группе).

Основная идея:
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Анализ дискриминантных функций (Discriminant 

Function Analysis) - обобщение линейного 

дискриминанта Фишера.

Полученную комбинацию 

можно использовать 

как линейный классификатор

или для снижение размерности

перед классификацией.

Метод, используемый в статистике, распознавании 

образов и обучении машин для поиска линейных 

комбинаций признаков, описывающей или 

разделяющей два или более классов или событий. 

Оригинальный дихотомический дискриминантный анализ 

разработал сэр Рональд Фишер в 1936. 



9

Основное приложение дискриминантного анализа в 

медицине - оценка тяжести состояния пациента и 

прогноз течения болезни.

Например. в течение ретроспективного анализа пациенты 

делятся на группы согласно тяжести болезни:

1. лёгкая, 2. средняя, 3. тяжёлая формы. 

Далее изучаются результаты клинического и лабораторного 

анализов, чтобы обнаружить переменные, достаточно 

отличающиеся в исследуемых группах. 

На основе данных переменных 

строятся дискриминантные функции, 

помогающие объективно 

классифицировать течение болезни

(лёгкая, средняя или тяжёлая 

формы) у пациентов в будущем.



Вопрос: можем ли мы отличить виды по этим 

переменным?

Изучаем лемуров на Мадагаскаре.

У нас 3 вида лемуров, мы поймали зверьков разных 

видов,  взвесили, померили длину черепа и резцов.



Это аппарат для классификации объектов в группы
(они должны быть известны заранее)

Начинается как MANOVA, но имеет продолжение.

1. Получаем новые дискриминантные функции (по первой из 

них лучше всего разделяются группы; их не больше чем число 

переменных или число групп -1 (≤p-1или ≤k-1)) и проводим 

MANOVA, тестируем гипотезу о различии групп.

2. Если гипотеза отвергнута (различия есть), проверяем, какие 

переменные дают наибольший вклад в дискриминантные 

функции (loadings, coefficients)

3. Можно провести пошаговый анализ и исключить не 

важные переменные

4. Получаем новые классификационные функции для 

каждой группы (в них мы будем подставлять наблюдаемые для 

объектов значения; объект запишем в ту группу, классификационная 

функция которой даст наибольшее значение)



масса

Оказалось, что, несмотря на то, что средние значения 

для каждой переменной у разных видов отличаются, их 

распределения сильно перекрываются и для массы, и 

для головы, и для зубов!

Как же быть?
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Переменная Z (дискриминантная функция) строится таким 

образом, чтобы как можно больше зверьков одного из 

видов получили высокие значения Z, и как можно больше 

зверьков другого вида – низкие значения Z.

масса



Из выбранных нами переменных рассчитываем новые 

переменные Z (дискриминантные функции) –линейные 

комбинации исходных переменных, первая из которых 

наилучшим образом разделит группы (напр., виды).

Если группы две: получается одно уравнение.

Когда групп и исходных переменных много, получают несколько 

дискриминантных функций (всего k-1 или р-1 функций (k – число 

групп, р – число переменных, выбирают меньшее из этих чисел), 

«перпендикулярных» друг другу. 

ippijjiiik ybybybybz  ......2211

На основе функции тестируем гипотезу о различии групп

Этап 1. Создание дискриминантной функции



Каждую дискриминантную функцию характеризует 

eigenvalue = Root (собственное значение), и мы можем 

проверить, сколько функций в нашем анализе 

действительно помогает различить группы, и какую 

часть изменчивости они объясняют (и исключить 

недостоверные).

standardized b coefficient = элементы eigenvector, bj –

позволяют оценить вклад каждой из переменных в 

данную дискриминантную функцию.

Структура факторов (factor structure coefficients = 

loadings) – позволяет понять, насколько какие 

переменные коррелируют с дискриминантными 

функциями.

Этап 2. Интерпретация дискриминантных 

функций – новые названия



Переменные добавляются в модель по одной.

На каждом шаге (для каждой переменной) считается 

статистика F, т.е. мы сравниваем группы по всем 

переменным в модели (MANOVA)

F to enter: показывает, насколько хорошо группы 

отличаются по этой переменной (для Forward stepwise 

analysis) Можно задать минимальное значение, ниже которого 

переменная не будет включена в модель (когда анализ дойдёт до 

соответствующего шага, он остановится).

F to remove: то же самое; показывает, насколько 

«плохо» группы отличаются по этой переменной (для 

Backward stepwise analysis).

Этап 3. исключение «недостоверных» переменных -

пошаговый анализ (необязательно)



Строятся классификационные функции (для каждой 

группы), и можно для каждой особи посчитать их и отнести 

в ту или иную группу - предсказать, к какой группе 

относится особь, и оценить точность предсказания!
Можно провести на основе уже посчитанных функций классификацию 

новых зверьков.

Этап 4. Классификация

Итак:
Дискриминантную функцию 

рассчитывают для 

объектов, изначально 

разделённых на группы (т.е., 

для особей, известного вида).

Если у нас есть набор признаков, и мы их на основе хотим 

создать группы (например, поделить вид на подвиды), это – задача 

для другого анализа!



Теперь, когда мы построили такую функцию, мы сможем 

поймать зверька неизвестного вида, измерить у него Y1 

и Y2 , рассчитать значение Z на основе уже посчитанных 

коэффициентов, и с некоторой точностью причислить 

его к тому или другом виду.



Discriminant function 

analysis



Выберем переменные 

для анализа.

Выберем пошаговый анализ.

Критерии, по которым будем включать 

переменные для построения 

дискриминантной функции. Лучше их 

задавать минимальными.

создание модели

Толерантность – 1-R2, где R2 показывает 

корреляцию данной переменной с 

остальными, т.е., позволяет исключить 

избыточные переменные.
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Прежде чем 

приступить к анализу, 

посмотрим, есть ли 

разделение на группы 

по нашим переменным 

(аналог ANOVA).



Wilk’s lambda – статистика, оценивает мощность дискриминации 

модели после введения в неё переменной. Чем она меньше –

тем больше вклад (доля необъяснённой изменчивости)

F to enter – статистика для оценки достоверности вклада 

переменной в дискриминацию.



Пройдём Шаг 1 и 

Шаг 2. Можно 

посмотреть, какие 

переменные уже 

включены в анализ.

Partial lambda - статистика для вклада переменной в 

дискриминацию между совокупностями. Чем она меньше, 

тем больше вклад переменной.

Переменная Голова лучше помогает различать виды, чем 

Масса.



Последний Шаг 3:

дискриминация 

между видами 

значима

Partial lambda: Переменная Голова даёт вклад больше 

всех, а вклад Зуба – недостоверный.



Создание 

дискриминантной 

функции

Дискриминантных 

функций у нас 2

Значимой оказалась только первая функция (root)



Посмотрим, какой вклад 

внесли переменные в 

различение групп 

нашими 

дискриминантными 

функциями.

Standardized coefficients –

коэффициенты для 

сравнения значимости 

(eigenvector). «Голова» 

лучше всех позволяет 

различать группы

Первая функция объясняет 99,4% изменчивости 
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Наибольший вклад в первую функцию вносит Голова 

(она сильнее всего коррелирует с ней).

Структура факторов 

(дискриминантных 

функций)



Мы можем  посмотреть на 

разницу средних 

значений функций между 

группами.
Кошачий лемур сильно 

отличается от других видов по 

значениям первой функции



классификация

Функции классификации : Получаем для них коэффициенты, и 

можем классифицировать новых лемуров: взять новую особь, 

посчитать для неё функцию для каждой группы, и отнести её в ту 

группу, для которой значение будет наибольшим! 
Значения p – вероятности случайного причисления лемура к той или 

иной группе, исходя из размеров группы.



Можно посмотреть, сколько лемуров правильно и 

неправильно причислено к той или иной группе на 

основе функций классификации.

Теперь можно взять других особей 

(они должны стоять в той же 

таблице) и посмотреть процент 

правильного причисления в группы



На основе дистанций Махаланобиса от каждого 

измерения до центра группы можно посмотреть, к какому 

виду тот или иной лемур причисляется. Неправильные 

причисления помечены звёздочками



Требования к выборкам для 

дискриминантного анализа

В точности такие же, как для MANOVA

1. Многомерное нормальное распределение: 
довольно устойчив к отклонениям при одинаковых 

размерах групп, желательны одномерные 

нормальные распределения;

2. Очень чувствителен к аутлаерам

3. Еще более чувствителен к гетерогенности дисперсий 

(необходимо проверить гомогенность для отдельных 

переменных)

4. Чем больше переменных в анализе, тем чувствительнее 

модель к нарушениям этих требований.

5. Не должно быть чрезмерно коррелирующих друг с другом 

переменных.



Многомерное шкалирование

(Multidimentional scaling)

До сих пор мы разбирали разные модели R-mode analyses. 

Пришло время обратиться к Q-mode analyses.

Он основан на исследовании прямых различий (дистанций)

между объектами.

Эти дистанции можно использовать в анализе как новую 

переменную.
Ключевой момент – выбор способа оценки этих дистанций.

Цель: графически представить имеющиеся различия 

между объектами; уменьшить число переменных в 

анализе.



Мы наблюдаем поведение молодых сурков. У нас есть 

15 переменных, описывающих социальное поведение 

- частоты контактов.

Мы хотим из 15 

переменных получить 

2-3, которые бы 

хорошо объясняли 

изменчивость в 

выборке.



1 этап. Шкалирование (classical scaling)

а) получает n x n матрицу различий («дистанций») 

между объектами (сурками);

б) трансформирует эту матрицу и из неё получает 

новые переменные, eigenvalues и eigenvectors для них 
(тем же способом, что и в R-mode analysis); первая переменная 

описывает максимум различий между объектами;

Если исходная матрица различий содержит Евклидовы дистанции, 

и данные по всем переменным центрированы так что среднее 

значение = 0, взаиморасположение объектов будет таким же, как и 

в PCA в пространстве новых компонент.

Т.е., classical scaling – обобщённый вариант PCA.

Недостаток: нет готового способа интерпретации новых 

координат с точки зрения исходных переменных. 



Многомерное шкалирование



а) мы определяем, сколько переменных (измерений) 

мы оставим в конечной конфигурации;

б) объекты помещаются в пространство этих k

переменных (первых) и многократно поворачиваются 

там приближая дистанции между объектами в новом 

пространстве (d-hat) к реальным различиям меду 

объектами (d).

в) считается простой показатель того, насколько 

хорошо модель описывает реальные различия между 

объектами – stress. Картинка для него – диаграма 

Шепарда. Чем он меньше, тем лучше.

2 этап. Помещение объектов в пространство новых 

переменных.



Этап 3. интерпретация результатов.

А теперь можно использовать 

новые переменные, например, 

для сравнения групп (скажем, 

взрослых и молодых сурков).

а) оцениваем, насколько велик stress (>0.3 – недопустимо, 

<0.2 – приемлемо, <0.1 – идеально);

б) если он большой, повторяем процедуру, увеличив 

число измерений – новых переменных.

в) допустимо проанализировать корреляции исходных 

переменных с новыми измерениями.



Данные для анализа должны быть представлены 
МАТРИЦЕЙ ДИСТАНЦИЙ

Число измерений (строк) 

не может быть больше 90



Программа вращает 

наши наблюдения в 

пространстве так, 

чтобы расстояния 

между ними в 

полученной модели 

лучше всего 

соответствовали 

исходным расстояниям 

между наблюдениями 
(чем больше измерений в 

модели, тем лучше модель 

будет отражать реальность, но 

тем она будет сложнее)



Мы получили итоговую 

конфигурацию. Посмотрим, 

насколько она хороша.

D-star и D-hat –смоделированные 

дистанции между измерениями; 

расстояния упорядочены по ним.

Distance – реальные дистанции, 

должны стоять в том же порядке.



Диаграмма Шепарда 

покажет, хорошо ли 

модель согласуется с 

исходными данными: чем 

ближе точки к красной 

линии, тем лучше.



Наконец, получим значения 

новых переменных для 

наших наблюдений и 

построим картинку, где они 

расположены в пространстве 

этих переменных



Автоматически узнать, какая исходная переменная 

какой вклад вносит в полученные переменные, нельзя.

Зато в качестве исходных 

данных можно взять 

любую матрицу дистанций 

– никаких ограничений! 

Никаких требований к 

выборке.

Важно: если переменные измерены в разных 

шкалах, их желательно стандартизировать!

Интерпретация результатов

многомерного шкалирования –

на основе картинки, где наблюдения расположены в 

пространстве новых переменных.



КЛАСТЕРНЫЙ АНАЛИЗ

Это описательная математическая процедура группировки 

и классификации данных.

Цель – объединить 

объекты, для которых 

померено p переменных, в 

группы, внутри которых 

они будут более сходными, 

чем объекты из разных 

групп.

Результат – получение 

дендрограммы 
(иерархического дерева).



Много методик, все они различаются способами 

объединения объектов в группы.

1. Накопительное группирование (agglomerative hierarchical 

clustering).
Начинает с того, что каждый объект – отдельная группа, заканчивает 

одной группой со всеми объектами.

a) Получается матрица дистанций между объектами;

b) Пара самых «похожих» объектов объединяется в первый 

кластер;

c) Пересчитывается матрица дистанций, как будто новый 

кластер – это один объект;

d) Получается второй кластер

e) …

Много разных показателей дистанций:

•Евклидовы дистанции;

•Квадрат евклидова расстояния (увеличивает вес больших разностей);

•Манхэттенское расстояние (уменьшает вес больших разностей);

•… (Quinn, Keough, 2002)



Как мерить расстояние между кластерами?

1.Метод ближайшего соседа (Single linkage = 

nearest neighbor) - расстояние между кластерами = 

расстоянию между ближайшими объектами в них;

2.Полная связь (complete linkage); расстояние 

между кластерами = расстоянию между самыми 

удалёнными объектами в них; не годится, если кластеры 

формируют цепочки);

3. Average linkage – меряют среднее расстояние 

между объектами в кластерах. 



2. Divisive hierarchical clustering – наоборот, одна 

большая группа подразделяется на группы меньшего 

размера;

3. Non-hierarchical clustering (k-means clustering) –

начинает с одиночных объектов, но в процессе 

объединения объекты могут быть перегруппированы. 

Они организуются в заданное число групп (k).

Можно выбирать метод, который даёт лучший 

результат.

Важно: если переменные измерены в разных шкалах, их 

желательно стандартизировать!

Другие методы формирования групп:



Пример.

У нас есть молодые лемуры, которые после расселения 

заняли дупла в лесу. Известны координаты каждого дупла.

Мы хотим узнать, формируют ли зверьки пространственные 

кластеры?



Cluster analysis



Мы будем рассматривать 

древовидную кластеризацию;

Кластеры будем строить на 

основе евклидовых дистанций 

методом ближайшего соседа.
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Можно нарисовать 

деревья разного вида и 

посмотреть, на каких 

уровнях выделяются 

кластеры

Можно получить 

матрицу дистанций 

между наблюдениями 

(например, для 

многомерного 

шкалирования)



Посмотрим, на каких 

расстояниях какие 

особи объединяются 

в кластеры



По этому графику можно посмотреть, на каком расстоянии 

происходят скачки в дистанциях присоединения. Если 

такие скачки есть, значит, есть и кластеры 

соответствующего размера



Пример. Рассмотрим иерархический кластерный анализ на 

примере данных по гаплогруппам Y-хромосомы человека у 

народов Европы. 

Гаплогруппы - наборы схожих вариантов определённых 

аллелей хромосомы, возникших в результате мутационного 

изменения и наследуемых совместно. 

Y хромосома - удобный 

объект генетической 

генеалогии 

(установление родства 

по генетическим 

меркёрам). 



Cluster analysis

иерархический 

кластерный анализ



Кластеры будем строить на основе - Rho («ро») 

(обычный коэффициент корреляции Спирмена) 

методом невзвешенного попарного среднего

(Paired group UPGMA).



Дендрограмма

Россия, Прибалтика, 

Восточная, Северная 

Европа

Балканы, Средиземноморье, Северо-Западная, 

Центральна Европа



Дискриминантный 

анализ

Кластерный 

анализ

У нас есть исходно 

существующие группы. 

Мы ищем переменные, 

которые лучше всего их 

разделяют.

У нас есть несколько 

переменных. Мы на 

основе них хотим 

классифицировать 

выборку – проверить, не 

объединяются ли 

наблюдения в группы.

Факторный анализ; 

многомерное шкалирование

У нас есть несколько переменных. 

Мы хотим классифицировать их 

или уменьшить их число



Спасибо за внимание!


