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Описан подход к идентификации лекарственных средств со схожей терапевтической
активностью на основе семантического анализа коллекции текстов. С помощью методов
обработки естественного языка проанализировано >2.5 млн текстов отзывов о приеме
лекарств на английском языке, опубликованных на форумах пациентов и в дискуссионных
группах. Для получения векторного представления слов на основе входных данных постро&
ена модель Continuous Bag&of&Words, являющаяся одним из инструментов анализа семан&
тики естественного языка word2vec. Это позволило каждому названию лекарственного
препарата поставить в соответствие числовой вектор. После этого составлен список пар
лекарственных средств, имеющих высокие значения близости полученных векторов. Ана&
лиз этого списка подтвердил, что наиболее подобные векторы соответствуют либо лекар&
ствам с одинаковым действующим веществом, либо соединениям с близким терапевтичес&
ким эффектом и относящимся к одной и той же терапевтической группе. Обнаружено, что
при этом часто химическое подобие веществ невелико. Предложенная технология исполь&
зована для визуализации химического пространства лекарств и поиска веществ с потенци&
ально подобным биологическим эффектом среди соединений различных терапевтических
групп.
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В настоящее время поиск гипотез о возможнос&
ти перепрофилирования существующих лекарств
с помощью анализа текстовой информации1—3

представляет собой одно из перспективных направ&
лений исследований академических научных групп
и фармацевтических компаний. Классическим ис&
точником информации служат медицинские и био&
медицинские научные тексты. Дополнительным со&
временным источником текстовой информации яв&
ляются мнения пациентов в интернет&пространстве
(в социальных сетях, в дискуссионных группах,
на форумах), поскольку пациенты на различных фо&
румах и в социальных сетях обсуждают применение
лекарственных препаратов для лечения заболева&
ний, в том числе использование лекарственных
средств «off&label» (не по инструкции).

Число публикаций, посвященных анализу тек&
стов интернет&пространства для решения задач
медико&фармакологического анализа, стремитель&
но растет с 2010 г. В работах4—7 упоминается авто&
матизированная система «фармаконадзор» (англ.
pharmacovigilance), одна из задач которой — мони&
торинг социальных сетей для идентификации по&
тенциально неблагоприятных эффектов и взаимо&
действий лекарственных средств. Опубликован об&
зор8 методов анализа естественного языка при
идентификации реакций на лекарственный препа&
рат, при этом в качестве источников текстовых дан&
ных рассматривались научные статьи, обсуждения
в социальных сетях, электронные карты пациентов
(англ. electronic health records). Выполнен анализ9

различных методов обработки текстов для биоме&
дицинских целей. Изучена10 автоматическая обра&
ботка текстов научных статей и отзывов пациентов
с целью извлечения новых взаимосвязей между ле&
карствами и болезнями. Отметим, что при исполь&
зовании метода11, основанного на словарях, для

* По материалам XX Менделеевского съезда по общей и при&
кладной химии (26—30 сентября 2016 г., Екатеринбург).
** University of North Carolina at Chapel Hill, Jackson Hall
153A, Country Club Road, Chapel Hill, NC 27514, North
Carolina, USA.
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идентификации из текстов пациентов с форума
WebMD новых показаний к применению лекарств
с целью перепрофилирования качество его работы
не оценивалось.

Рассмотрена12—16 задача извлечения новых по&
бочных реакций лекарств из отзывов в социальных
сетях с целью их дальнейшего перепрофилирова&
ния. Наиболее широко применяемый для решения
данной задачи метод — это подход, основанный
на словарях17—24. Словари состоят из списков по&
бочных реакций, извлеченных из инструкций
по применению лекарств, и записей о клинических
испытаниях. Существуют также основанные на пра&
вилах методы25,26, позволяющие выделять наиболее
распространенные конструкции предложений, ко&
торые могут свидетельствовать об описании побоч&
ных реакций. В большинстве работ описаны иссле&
дования с помощью методов машинного обучения.
Например, используются метод опорных векторов
(SVM)27—33, метод условных случайных полей
(CRF)34,35 и метод случайных лесов (Random
Forest)36. Кроме того, побочные реакции выявля&
ли37 с помощью нейронных сетей.

Изучено38 применение распределенных пред&
ставлений слов для повышения качества извлече&
ния информации из клинических заметок. Для этой
цели в существующую модель машинного обучения
интегрируют новые признаки, использующие век&
торы слов. Описана39 модель word2veс, построен&
ная на коллекции аннотаций медицинских и био&
логических публикаций Pubmed для идентифика&
ции похожих пар лекарство—заболевание. С помо&
щью распределенных представлений слов выполне&
но10 ранжирование возможных синонимов биоме&
дицинских терминов из Википедии. Актуальными
задачами являются создание коллекций и разра&
ботка моделей извлечения информации о заболева&
ниях и лекарствах для более качественного поиска
гипотез о возможности перепрофилирования ле&
карств.

В настоящей работе высказано предположение,
что на основе анализа текстов удастся создать век&
торное представление для лекарств, которое будет
напрямую связано с их терапевтическим эффектом.
Предположение основано на том, что лекарства
с близкими свойствами упоминаются в подобных
контекстах. Например, названия обезболивающих
лекарственных препаратов фигурируют при обсуж&
дении боли различного происхождения. Техноло&
гии семантического анализа текста позволяют со&
здавать векторное представление слов, сохраняя
их семантическое сходство и сходство контекстов их
использования41,42.

Для проверки данной гипотезы применяли ком&
бинированный подход. На первом этапе была со&
брана коллекция комментариев пользователей
о приеме лекарств и эффектах лечения на англий&
ском языке. Затем обучена модель word2vec, в ре&
зультате работы которой каждому слову в коллек&

ции присвоено его распределенное представление
в виде вектора в евклидовом пространстве.

Проверка достоверности результатов, получен&
ных с помощью обработки естественного языка,
проведена с помощью методов хемоинформатики.
Хемоинформатика является одним из основных ин&
струментов при поиске лекарств с требуемыми свой&
ствами43,44. Классическое предположение, исполь&
зуемое в хемоинформатике при поиске веществ
с подобным биологическим действием, формулиру&
ется в виде «принципа подобия»45: подобные веще&
ства обладают подобной активностью, или, более
строго, вероятность найти подобные по биологи&
ческой активности вещества среди структурно по&
добных соединений больше, чем среди структурно
сильно различающихся. Эта концепция позволяет
существенно сократить пространство поиска при
создании новых лекарств, что исключительно по&
лезно, если учесть объем химического пространства
соединений, который по последним оценкам на&
считывает до 1033 «лекарствоподобных» соедине&
ний46. Основная проблема заключается в том, что
структурное подобие является исключительно слож&
ной характеристикой и зависит от целей исследова&
ния. Классически молекулярное подобие опреде&
ляется как расстояние в D&мерном химическом про&
странстве, оси координат которого образованы мо&
лекулярными дескрипторами. Молекулярный дес&
криптор — это заданный в численном виде инвари&
ант молекулярного графа, отражающий тот или иной
аспект молекулярной структуры. Опубликован весь&
ма полный обзор47 используемых в хемоинформа&
тике дескрипторов, насчитывающих ∼6000 различ&
ных типов. Однако подобие в дескрипторном про&
странстве не гарантирует подобия биологической
активности в силу неуниверсальности дескрипто&
ров. Набор дескрипторов, хорошо описывающих
токсичность, может плохо описывать активность
по отношению к белку HERG и т.д.

Нами показано, что лекарства с подобными век&
торами, которые получены с помощью модели
word2vec, соответствуют соединениям с близким
терапевтическим эффектом, в то время как хими&
ческое подобие таких лекарств невелико. Это под&
тверждает гипотезу, что использование инструмен&
тов анализа семантики естественного языка позво&
ляет выявить лекарства, обладающие потенциально
схожим терапевтическим эффектом и относящиеся
к одной и той же терапевтической группе.

Во&первых, предложенный инструмент визуали&
зации химического пространства лекарств на осно&
ве кластеризации семантически подобных названий
будет способствовать поиску лекарственных
средств, близких по использованию, что позволит
более глубоко изучить терапевтические группы ле&
карств. Во&вторых, мы ожидаем, что данный анализ
поможет находить новые вещества с потенциально
подобным профилем биологической активности,
что полезно при перепрофилировании лекарств.
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Сбор коллекции комментариев
пользователей о лекарствах

Коллекции текстов для анализа семантического
подобия соединений собраны с помощью процесса
сканирования веб&страниц, называемого краулинг
(англ. crawling). В этом процессе используются спе&
циализированные программы — поисковые робо&
ты, имитирующие действия пользователя при по&
иске информации. Поисковый робот загружает веб&
страницу, читает содержимое, анализирует на на&
личие комментариев пользователей и копирует со&
ответствующую информацию в базу. Комментарии
пользователя определяются с помощью заданного
вручную набора XPath&запросов, применяемых для
доступа к частям html&документа. Поисковый робот
также проходит по всем ссылкам, указанным
на странице, чтобы повторить процесс сканирова&
ния. В настоящей работе использована одна из
стандартных библиотек для написания поисковых
роботов — Scrapy48.

Коллекция текстов собрана со следующих попу&
лярных медицинских порталов: webmd.com49,
askapatient.com50, drugs.com51, dailystrength.org52,
patient.info53. Данные веб&ресурсы содержат дискус&
сионные группы, отзывы о лекарствах, ответы
на вопросы, пользовательские обсуждения состоя&
ния здоровья и лечения. Дополнительно в коллек&
цию добавлены полученные ранее отзывы о продук&
тах с сайта amazon.com, которые связаны со здоро&
вьем54.

Начальный этап обработки собранной тексто&
вой коллекции — токенизация. В результате этой
стадии предобработки тексты разбиваются на токе&
ны: отдельные слова, цифры или знаки препина&
ния. Статистика коллекции содержится в табли&
це 1. Коллекция состоит из 2.6 млн комментариев,
число уникальных токенов равно 878 709. Токены,
встретившиеся в коллекции менее 10 раз, из даль&
нейшего рассмотрения исключают как низкочастот&
ные. Поскольку низкочастотные слова являются
редкими в коллекции, представления, порожден&
ные моделью, будут более неточными из&за неболь&
шого количества информации о контексте с этими
словами.

Векторные представления слов

В векторных представлениях слов (англ.
distributed word representations, word embeddings)
каждому слову отвечает вектор из вещественных чи&
сел. Векторные представления слов основываются
на предположении, что геометрические соотноше&
ния в этом пространстве будут соответствовать се&
мантическим соотношениям между словами. На&
пример, ближайшие соседи слова окажутся его си&
нонимами или другими тесно связанными по смыс&
лу словами.

В классических моделях машинного обучения
начальное представление текста, вход модели, со&
стоит из слов, закодированных в виде так называе&
мого представления «one&hot»55: каждое слово соот&
ветствует одному элементу входного вектора. Таким
образом, каждое слово в представлении «one&hot»
является вектором из нулей с одной единицей
в позиции, отвечающей данному слову. Модели обу&
чают на данных векторах, и с помощью метода сни&
жения размерности векторов на выходе каждому
слову ставят в соответствие вектор более низкой раз&
мерности (англ. dimensionality reduction).

Позже была предложена56 идея векторных пред&
ставлений слов. Для этого использовали нейрон&
ную сеть с одним скрытым слоем, которая на скры&
том слое обучалась предсказывать следующее слово
xi на основе знания некоторого количества слов сле&
ва и справа от заданного, называемого контекстом
xi,…,xn и ставила в соответствие вектор веществен&
ных чисел размерности d; значение d составляло
несколько сотен. Данная идея легла в основу совре&
менной модели word2vec, предложенной41,42 в виде
непрерывного мешка слов (англ. continuous bag of
words, CBOW). Суть модели CBOW состоит в том,
чтобы научиться как можно лучше решать следую&
щую задачу, схожую с задачей построения языковой
модели: по заданному контексту слова восстановить
само слово, т.е. предсказать центральное слово
в окне по левому и правому контексту. Само пред&
сказание делается моделью, очень похожей на ней&
ронную сеть. Можно сказать, word2vec — это ней&
ронная сеть с одним скрытым уровнем. Архитектура
сети, соответствующей модели CBOW, показана
на рисунке 1.

Алгоритм заключается в следующем.
• Каждый вход сети (input layer) — это вектор,

состоящий из C векторов xi размерности V, где V —
размер словаря, а значение C определяется размером
окна контекста — количеством слов, взятых слева и
справа от рассматриваемого слова. Каждый вектор xi
соответствует слову в представлении «one&hot».

• При вычислении выхода скрытого слоя (hidden
layer) берут среднее всех входных векторов xi; скры&
тый слой сети — это фактически матрица векторных
представлений слов из словаря, n&я строка которой
содержит представление n&го слова из словаря.

Таблица 1. Статистика собранных коллекций комментариев с
веб&ресурсов

Ресурс Число Число Число
комментариев токенов уникальных

токенов

webmd.com 284055 20794273 103935
patient.info 1472273 160750980 720380
drugs.com 93845 9191434 51530
amazon.com 428777 36499681 135523
askapatient.com 113836 13649150 79036
dailystrength.org 214489 13880025 76384
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• На выходе (output layer) получается вектор, со&
стоящий из оценок вероятности  появления слов xj
(j = 1, … V) из словаря. Вероятность оценивают при
помощи функции softmax:

В данной работе использована одна из стандарт&
ных реализаций word2vec в библиотеке Gensim58.
Мы обучили модель CBOW со следующими пара&
метрами: словарь из 93 526 токенов, размер окна
локального контекста (определяет число векторов,
подаваемых на вход) равен десяти, а размерность
выходного вектора — 200.

Анализ подобия лекарственных средств

Для анализа подобия лекарственных средств рас&
сматривают две метрики:

1) косинусная мера сходства (англ. cosine
similarity) — традиционно используемая мера оцен&
ки семантического подобия слов, представленных
в виде векторов;

2) коэффициент Танимото (Жаккарда), характе&
ризующий степень подобия двух дескрипторных
векторов соединений.

Косинусная мера сходства. Для каждого векто&
ра xi и xj из модели word2vec косинусную меру COS
рассчитывают как нормированное на длину векто&
ров скалярное произведение, она принимает значе&
ния от –1 до 1:

Подобие химических соединений. Для расчета по&
добия химических соединений нами использован
коэффициент Танимото (Жаккарда). Для его вычис&
ления соединения представляют бинарными векто&
рами, в которых единица соответствует наличию
какого&либо фрагмента в молекуле, а нуль — его
отсутствию. Коэффициент Танимото (TNM) рас&
считывают по следующей формуле:

где NA и NB — число уникальных признаков для
каждой молекулы А и B соответственно, NC — число
общих признаков молекул А и В. Коэффициент Та&
нимото варьируется от 0 до 1, где 1 означает, что два
объекта идентичны, а 0 — объекты совершенно раз&
ные. Коэффициент Танимото является самой рас&
пространенной мерой химического подобия, при&
меняемой в химических базах данных и моделиро&
вании.

Бинарные векторы соединений A и B рассчиты&
вали с учетом векторов фрагментных дескрипторов
ISIDA, полученных с помощью программного ком&
плекса ISIDA Fragmentor59. При создании битовой
строки информацией о частоте встречаемости фраг&
ментов пренебрегали. При генерации бинарного
вектора в качестве фрагментов служили так называе&
мые расширенные атомы59 — корневые графы&дере&
вья. Последние представляют собой не содержащие
циклов графы, у которых одна вершина (корень)
помечена, а также приведены все вершины и связи,
удаленные от корней на заданное топологическое
расстояние (число связей). В данной работе исполь&
зовались расширенные атомы диаметром от двух до
четырех атомов, при этом при кодировании фраг&
мента принимали во внимание типы химических
связей (ординарная, двойная, тройная, ароматичес&
кая) и заряды на атомах (0, –1, +1 и т.д.).

Обсуждение полученных результатов

В результате проведенного исследования уста&
новлено, что векторы, полученные семантическим
анализом текстов, гораздо лучше отражают биоло&
гическую активность лекарств, чем фрагментные
дескрипторы. Для примера рассмотрим три лекар&
ства: аспирин (1, известный анальгезирующий,
жаропонижающий, противовоспалительный и ан&
тиагрегантный лекарственный препарат), антидеп&
рессант тразодон (2) и иммунодепрессант азатио&
прин (3). В таблице 2 приведен список ближайших
соседей лекарств, обнаруженных с помощью коси&
нусной меры подобия векторных представлений
слов, т.е. тех, которые наиболее семантически по&
добны. Это означает, что данные лекарства встреча&
ются в текстах отзывов в одинаковых контекстах

IL

x1

x2

xC

WV×N

WV×N

WN×V

HL OL

N×1
V×1

C×V

WV×N

Рис. 1. Модель word2vec: CBOW (см. также лит.57). IL — вход
сети, HL — скрытый слой, OL — выход, C — число входных
векторов, определяющих размер локального контекста,
xi,…xC — векторы входных слов, V — размер словаря, N —
число нейронов в скрытом слое, W — матрица весов соответ&
ствующего слоя сети.
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и замена одного препарата другим не приведет
к существенному изменению общего смысла. Мы
использовали названия лекарств согласно базе
DrugBank60.

Ближайшими соседями антидепрессанта тразо&
дона (2) оказываются противоэпилептический пре&
парат клоназепам (4), антидепрессант и анксиоли&
тик доксепин (5), снотворное темазепам, антидепрес&
сант имипрамин и «мягкий» транквилизатор гидр&

оксизин (8). Опубликованы научные работы о лече&
нии депрессии с помощью клоназепама (4)61—63,
поэтому его также можно отнести к группе антидеп&
рессантов. Ближайшими соседями аспирина (1) яв&
ляются антитромботический препарат клопидогрел
(9), а также анальгетики напроксен (10), ибупрофен
(11), ацетаминофен (12) и диклофенак (13). Наибо&
лее похожими на иммунодепрессант и цитостатик
азатиоприн (3) оказываются иммунодепрессанты
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метотрексат (14), циклоспорин (15) и цитостатик
меркаптопурин (18). Сульфасалазин (16), как и аза&
тиоприн (3), используют для лечения ревматоид&
ного артрита, неспецифического язвенного колита,
болезни Крона. Соседство азатиоприна (3) с анти&
депрессантом бупропионом (17) может показаться
ошибкой, однако более детальный анализ данных
литературы показал, что он способен понижать уро&
вень медиатора воспаления — фактора некроза опу&
холи — и приводит к ремиссии болезни Крона
и псориаза, так же как и азатиоприн (3)64. Из при&
мера видно, что проведенный нами анализ дает воз&
можность выявлять нестандартные применения ле&
карств и предлагать гипотезы перепрофилирования.

При этом визуальный анализ структур соедине&
ний 1—18 позволяет отметить низкое химическое
подобие обсуждаемых соединений, что подтверж&
дается оценкой молекулярного подобия на основе
индекса Танимото. Последний для приведенных
в таблице 2 семантически подобных групп лекарств
не превышает 0.4.

Мы проанализировали корреляцию между коси&
нусной мерой сходства и коэффициентом Танимо&
то. Для этого было выбрано случайным образом 100
лекарств из множества наиболее часто встречаю&
щихся в тексте и вычислены косинусная мера бли&
зости и коэффициент Танимото для каждой пары
лекарств (рис. 2). Как видно из рисунка 2, корреля&
ция между семантическим и молекулярным подо&
бием отсутствует. Коэффициент корреляции Пир&
сона для расчитанных значений косинусной меры
и коэффициента Танимото равен всего 0.13.

Кроме того, обнаружено, что векторы, построен&
ные на основе векторных представлений слов в тек&
сте, подчиняются арифметическим соотношениям,
отражающим их семантическое и биологическое
подобие, т.е. в результате суммирования векторов
названий двух лекарств получается вектор, близкий

по косинусной мере к вектору лекарства, обладаю&
щего свойствами и первого, и второго препарата.
Данный процесс иллюстрирует рисунок 3. Подоб&
ные соотношения встречаются и для коллекций тек&
стов других тематик65. Для анализа лекарств по типу
их действия использовали базу DrugBank60. В таб&
лице 3 приведено несколько примеров линейных
соотношений в семантическом пространстве векто&
ров: арифметика векторов «drug#1 + drug#2» озна&
чает, что ищут слово с вектором, наиболее близким
по косинусной мере сумме векторов drug#1 и drug#2.

Как видно из сравнения таблиц 2 и 3, в модели
word2vec учитывают семантику текстов о лекарствах
с использованием всего лишь локальных контекстов
слов. Эта особенность векторов была обнаружена
для обычных слов, не являющихся терминами41,42,
но она сохраняется также для векторов, соответству&
ющих лекарствам. Рассмотрим несколько приме&
ров, демонстрирующих данное свойство. Вектор,
который получен сложением вектора, соответству&
ющего бупропиону (17, антидепрессанту без седа&
тивного эффекта), и вектора темазепама (6, снот&

Таблица 2. Примеры ближайших соседей в модели word2vec

Лекарство COS TNM

Тразодон (2)
Клоназепам (4) 0.768 0.198
Доксепин (5) 0.759 0.196
Темазепам (6) 0.727 0.219
Имипрамин (7) 0.706 0.270
Гидроксизин (8) 0.694 0.379

Аспирин (1)
Клопидогрел (9) 0.694 0.336
Напроксен (10) 0.626 0.357
Ибупрофен (11) 0.604 0.259
Парацетамол (12) 0.589 0.287
Диклофенак (13) 0.545 0.196

Азатиоприн (3)
Метотрексат (14) 0.833 0.132
Циклоспорин (15) 0.782 0.003
Сульфасалазин (16) 0.725 0.017
Бупропион (17) 0.546 0.126
Меркаптопурин (18) 0.512 0.138

TNM

1.0

0.9

0.8

0.7

0.6

0.5

0.4

0.2

0.1

–0.1 0 0.1 0.2 0.3 0.4 0.5 0.6 0.7 0.8 COS

Рис. 2. Зависимость между косинусной мерой сходства
(COS) и коэффициентом Танимото (TNM).

x

y

11

1

9

Рис. 3. Суммирование векторов слов «ибупрофен» (11) и «кло&
пидогрел» (9); в результате получен вектор, близкий к лекар&
ству «аспирин» (1).
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ворного с седативным эффектом), наиболее близок
вектору тразодона (2, антидепрессанту с седатив&
ным эффектом) со значением косинусной меры,
равным 0.792 (см. табл. 3). Отметим, что оцененное
с помощью косинусной меры подобие бупропиона
(17) и темазепама (6) с тразодоном (2) существенно
меньше. Другой интересный пример — суммирова&
ние векторов антитромботика клопидогрела (9)
с анальгетиком ибупрофеном (11). На полученную
сумму векторов наиболее похожим оказывается век&
тор аспирина (1), проявляющего более выраженные,
чем у ибупрофена (11), антитромботические свой&
ства. При этом сохраняется достаточно сильное по&
добие с иными негормональными противовоспали&
тельными препаратами, которые в меньшей степе&
ни, но обладают антитромботическим эффектом.
И третий проанализированный нами пример каса&
ется меркаптопурина (18), азатиоприна (13) и ин&
фиксимаба (19). Меркаптопурин (18) характеризу&
ется небольшим семантическим подобием с имму&
нодепрессантом азатиоприном (3), равным 0.512,
поскольку меркаптопурин (18) обладает выражен&
ным цитостатическим действием при меньшей ак&
тивности в качестве иммунодепрессанта. В то же
время меркаптопурин (18) является активным ме&
таболитом азатиоприна (3), что отражено в их хи&
мических структурах. Инфликсимаб (19) — белко&

вый иммунодепрессант, не проявляющий цитоста&
тического действия. Сумма векторов инфликсима&
ба (19, иммунодепрессант) и меркаптопурина (18,
цитостатик) обладает бóльшим семантическим по&
добием, равным 0.702, с азатиоприном (3, иммуно&
депрессант цитостатического действия), чем каж&
дый из слагаемых индивидуально (см. табл. 2 и 3).
В числе наиболее подобных векторов оказывается
вектор сульфасазолина (16), который, как было ука&
зано выше, так же как азатиоприн (3), используется
для лечения болезни Крона.

Таким образом, из примеров видно, что сумми&
рование векторов лекарственных препаратов приво&
дит к вектору лекарственного препарата, у которого
присутствуют биологические свойства каждого
из препаратов в отдельности. Этот эффект крайне
интересен для поиска лекарств, обладающих требу&
емым спектром свойств. Отметим, что структурные
дескрипторы не подчиняются рассматриваемым
свойствам, суммирование их не приводит к значи&
мым зависимостям такого типа.

Построение зависимостей, указанных выше,
в ручном режиме может быть затруднено. Средства
визуализации позволяют построить двумерную кар&
ту распределения лекарственных препаратов по се&
мантическому подобию, которая более удобна для
ручного анализа. Для визуализации были выбраны
названия только тех соединений, которые относят&
ся к категории «Нервная Система» («Nervous
System») в базе DrugBank (137 соединений), а также
их векторные представления. С помощью модели
на основе векторных представлений слов можно
кластеризовать семантически подобные сло&
ва41,42,66—69. В настоящей работе применена иерар&
хическая версия алгоритма кластеризации DBSCAN
(см. лит.70) и метод визуализации данных t&SNE
(см. лит.71) для снижения размерности векторов из
библиотеки word2map.72 Метод кластеризации
DBSCAN основан на соединении некоторых облас&
тей, плотность объектов внутри которых превышает
некоторый заданный порог. На рисунке 4 представ&
лены результаты кластеризации. Цветовая визуали&
зация легенды отображает используемые спектры
цветов и количество кластеров.

Лекарства, оказывающие влияние на нервную
систему и находящиеся в одном кластере (близко

Таблица 3. Примеры линейных соотно&
шений в модели word2vec

Лекарство COS

Темазепан (6) + бупропион (17) = ...
Тразодон (2) 0.792
Зопиклон (20) 0.720
Золпидем (21) 0.718
Клопидогрел (9) +  ибупрофен (11) = ...

Аспирин (1) 0.820
Напроксен (10) 0.806
Диклофенак (13) 0.768

Инфликсимаб (19) +
+ меркаптопурин (18) = ...

Азатиоприн (3) 0.702
Дапсон (22) 0.638
Сульфасазолин (16) 0.606
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в пространстве векторных представлений слов), как
правило, обладают близкими биологическими дей&
ствиями. Например, наркотические препараты (ко&
каин, героин, кетамин) и иные вызывающие привы&
кание вещества (кофеин, кокаин) оказываются
в правой части рисунка, анестетики (эфедрин, ли&
докаин, бензокаин) — в левой части. Лекарствен&
ные средства группы бензодиазепинов с противосу&
дорожным и анксиолитическим действиями клона&
зепам (4) и лоразепам находятся в одном кластере
(втором по счету на легенде), который близок к те&
мазепаму (6, средство из группы бензодиазепинов
со снотворным действием) в другом кластере. В то

же время антидепрессанты бупропион (17) и флуок&
сетин лежат в соседних кластерах зеленого оттенка.
Флуоксетин — селективный ингибитор обратного
захвата серотонина, бупропион (17) — селективный
ингибитор обратного захвата норадреналина и до&
фамина. Это объясняется тем, что пользователи
в дискуссионных группах обсуждают эффекты сов&
местного применения обоих лекарств, что также яв&
ляется темой для исследований в научных стать&
ях73—76. Такое свойство визуализации и кластериза&
ции оказывается полезным при решении задачи
анализа взаимодействий соединений и поиска кан&
дидатов для перепрофилирования.

Рис. 4. Визуализация векторных представлений слов, отвечающих лекарственным средствам (часть лекарств фигурирует без
названий). Цветом обозначены кластеры. Расстояние между точками соответствует расстоянию в векторном пространстве.
Цветовая визуализация легенды отображает используемые спектры цветов и количество кластеров. Рядом с точками приведены
названия лекарств.
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Таким образом, проведенные в настоящей рабо&
те исследования, по нашему мнению, являются до&
казательством возможности анализа текстов в соци&
альных сетях для идентификации лекарств с похо&
жими терапевтическими эффектами. С использова&
нием методов word2vec и кластеризации получено
множество кластеров соединений, содержащих ле&
карства с семантически подобным окружением, ко&
торые, в большинстве своем, также обладали схо&
жим терапевтическим действием. Показано, что
векторное представление слов, составленное в ре&
зультате анализа естественного языка, лучше отра&
жает биологическую активность, чем структурные
дескрипторы. В будущем планируется провести
более глубокий анализ этих кластеров с целью выяв&
ления лекарств с новыми терапевтическими свой&
ствами; лекарства такого рода могут быть достаточ&
но быстро перепрофилированы для новых приме&
нений.

Работа выполнена за счет средств субсидии, вы&
деленной в рамках государственной поддержки Ка&
занского (Приволжского) федерального универси&
тета в целях повышения его конкурентоспособнос&
ти среди ведущих мировых научно&образовательных
центров, а также для выполнения государственного
задания в сфере научной деятельности (проекты
№ 4.1493.2017/4.6 и № 4.5151.2017/6.7) и при фи&
нансовой поддержке Российского научного фонда
(проект № 15&11&10019, Е. Тутубалина, С. Николен&
ко, работа по описанию и созданию векторных пред&
ставлений слов).
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