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ВВЕДЕНИЕ 
В данной работе даются базовые понятия и обозначения, которые будут 

использоваться на протяжении всей работы. Приводится общая постановка задачи 
обучения по прецедентам и примеры реализации для различных методов. 

Машинное обучение (Machine Learning) – обширный подраздел 
искусственного интеллекта, изучающий методы построения моделей, способных 
обучаться, и алгоритмов для их построения и обучения. Различают два типа 
обучения. Обучение по прецедентам, или индуктивное обучение, основано на 
выявлении закономерностей в эмпирических данных. Дедуктивное обучение 
предполагает формализацию знаний экспертов и их перенос в компьютер в виде базы 
знаний. Пока ещё не создан универсальный метод обучения по прецедентам, 
способный решать любые практические задачи одинаково хорошо. Каждый метод 
имеет свои преимущества, недостатки и границы применимости. На практике 
приходится проводить численные эксперименты, чтобы понять, какой метод из 
имеющегося арсенала лучше подходит для конкретной задачи. 

Задача данной работы заключается в оценивании заёмщиков - решается 
банками при выдаче кредитов. Потребность в автоматизации процедуры выдачи 
кредитов впервые возникла в период бума кредитных карт 60-70-х годов в США и 
других развитых странах. Объектами в данном случае являются заёмщики -  
физические или юридические лица, претендующие на получение кредита. В случае 
физических лиц признаковое описание состоит из анкеты, которую заполняет сам 
заёмщик, и, возможно, дополнительной информации, которую банк собирает о нём из 
собственных источников. Обучающая выборка составляется из заёмщиков с 
известной кредитной историей. В простейшем случае принятие решений сводится к 
классификации заёмщиков на два класса: хороших и плохих. Кредиты выдаются 
только заёмщикам первого класса. В более сложном случае оценивается суммарное 
число баллов (score) заёмщика, набранных по совокупности информативных 
признаков. Чем выше оценка, тем более надёжным  считается заёмщик. Отсюда и 
название - кредитный скоринг (credit scoring). На стадии обучения производится 
синтез и отбор информативных признаков и определяется, сколько баллов назначать 
за каждый признак, чтобы риск принимаемых решений был минимален. Эта задача 
также сводится к обучению по прецедентам. Специально для проведения таких 
экспериментов создаются общедоступные репозитории реальных данных. Наиболее 
известный - репозиторий UCI (университета Ирвина, Калифорния) [13]. Откуда мы и 
возьмем наши данные. 

Цели работы: 
• Изучение методов машинного обучения и интеллектуального анализа 

данных 
• Реализация методов машинного обучения с использованием системы 

DEDUCTOR 
• Сравнение и выявление наиболее эффективного метода для конкретной 

задачи на примере данных по банку. 

 



4 
 

1. ТЕОРИЯ МАШИННОГО ОБУЧЕНИЯ 
Задано множество объектов 𝑋, множество допустимых объектов 𝑌, и 

существует целая функция 𝑦∗: 𝑋 → 𝑌, значения которой 𝑦𝑖 =  𝑦∗(𝑥𝑖) известны только 
на конечном подмножестве объектов {𝑥1, … , 𝑥𝑙}  ∈ 𝑋. Пары «объект – ответ» (𝑥𝑖 ,𝑦𝑖) 
называются прецедентами. Совокупность пар 𝑋𝑙 =  (𝑥𝑖 ,𝑦𝑖) 𝑖=1𝑙  называются 
обучающей выборкой.  

Задача обучения по прецедентам  заключается в том, чтобы по выборке 𝑋𝑙 
восстановить зависимость 𝑦∗, то есть построить решающую функцию 𝑎 : 𝑋 → 𝑌, 
которая приближала бы целевую функцию 𝑦∗(𝑥), причем не только на объектах 
обучающей выборки , но и на всем множестве 𝑋. 

Решающая функция 𝑎 должна допускать эффективную компьютерную 
реализацию; по этой причине будем называть ее алгоритмом. 

1.1. Объекты и признаки 
Признак 𝑓 объекта 𝑥 - это результат измерения некоторой характеристики 

объекта. Формально признаком называется отображение 𝑓 ∶ 𝑋 → 𝐷𝑓, где 𝐷𝑓 - 
множество допустим значений признака. В частности, любой алгоритм  

𝑎 : 𝑋 → 𝑌 также можно рассматривать как признак. 

В зависимости от природы множества 𝐷𝑓 признаки делятся на несколько 
типов. 

Если 𝐷𝑓   =  {0,1} , то 𝑓 - бинарный признак; 

Если 𝐷𝑓   -  конечное множество, то  𝑓 - номинальный признак; 

Если 𝐷𝑓 – конечное упорядоченное множество, то  𝑓 - порядковый признак; 

Если 𝐷𝑓  = 𝑅, то 𝑓 - количественный признак. 

Если все признаки имеют одинаковый тип, 𝐷𝑓1 = ⋯ =  𝐷𝑓𝑛 , то исходные 
данные называются однородными, в противном случае - разнородными. 

Пусть имеется набор признаков 𝑓1 , … , 𝑓𝑛. Вектор (𝑓1(𝑥), … , 𝑓𝑛(𝑥)) называют 
признаковым описанием объекта 𝑥 ∈ 𝑋. В дальнейшем мы не будем различать 
объекты из 𝑋 и их признаковые описания, полагая 𝑋 =  𝐷𝑓1 × … × 𝐷𝑓𝑛. Совокупность 
признаковых описаний всех объектов выборки 𝑋𝑙, записанную в виде таблицы 
размера 𝑙 × 𝑛, называют матрицей объектов – признаков: 
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𝐹 =  �𝑓𝑗(𝑥𝑖)�𝑙×𝑛 = �
𝑓1(𝑥1) … 𝑓𝑛(𝑥1)

… … …
𝑓1(𝑥𝑙) … 𝑓𝑛(𝑥𝑙)

� . 

Матрица объектов – признаков является стандартным и наиболее 
распространенным способом представления исходных данных в прикладных задачах. 

1.2. Ответы и типы задач 
В зависимости от природы множества допустимых ответов 𝑌 задачи обучения 

по прецедентам делятся на следующие типы. 

Если 𝑌 =  {1, … ,𝑀}, то это задача классификации на 𝑀 непересекающихся 
классов. В этом случае все множество объектов 𝑋 разбивается на классы 𝐾𝑦 =
 {𝑥 ∈ 𝑋: 𝑦∗(𝑥) = 𝑦}, и алгоритм 𝑎(𝑥) должен давать ответ на вопрос «какому классу 
принадлежит 𝑥?». В некоторых приложениях классы называют образами и говорят о 
задаче распознавания образов. 

Если 𝑌 =  {0,1}𝑀, то эта задача классификации на 𝑀 пересекающихся классов. 
В простейшем случае эта задача сводится к решению 𝑀 независимых задач 
классификации с двумя непересекающимися классами. 

Если 𝑌 = 𝑅 , то это задача восстановления регрессии. 

Задачи прогнозирования являются частными случаями классификации или 
восстановления регрессии, когда 𝑥 ∈ 𝑋 - описание прошлого поведения объекта 
𝑥,𝑦 ∈ 𝑌 – описание характеристик его будущего поведения.[3] 

1.3. Модель алгоритмов и метод обучения 
Определение  1. Моделью алгоритмов называется параметрическое семейство 

отображений   

𝐴 =  {𝑔(𝑥,𝜃) | 𝜃 ∈ 𝛳} ,  где 𝑔:𝑋 × 𝛳 → 𝑌 – некоторая фиксированная функция, 
𝛳 - множество допустимых значений параметра 𝜃, называемое пространством 
параметров или пространством поиска. 

Определение 2. Метод обучения – это отображение 𝜇 ∶  (𝑋 × 𝑌)𝑙 → 𝐴 , 
которое произвольной конечной выборке 𝑋𝑙 =  (𝑥𝑖 ,𝑦𝑖) 𝑖=1𝑙  ставит в соответствие 
некоторый алгоритм 𝑎 ∈ 𝐴. Говорят также, что метод 𝜇 строит алгоритм 𝑎 по 
выборке 𝑋𝑙. Метод обучения должен допускать эффективную программную 
реализацию. 
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1.4. Функционал качества 
Определение 3. Функция потерь – это неотрицательная функция ℒ(𝑎, 𝑥) 

характеризующая величину ошибки алгоритма 𝑎 на объекте 𝑥. Если ℒ(𝑎, 𝑥) = 0, то 
ответ 𝑎(𝑥) называется корректным. 

Определение 4. Функционал качества алгоритма 𝑎  на выборке 𝑋𝑙: 

𝘘(𝑎,𝑋𝑙) =  1
𝑙
∑ ℒ(𝑎, 𝑥𝑖)𝑙
𝑖=1 . 

Функционал 𝘘 называют также функционалом средних потерь или 
эмпирическим риском, так как он вычисляется по эмпирическим данным (𝑥𝑖 ,𝑦𝑖) 𝑖=1𝑙 . 

Функция потерь, принимающая только значения 0 и 1, называется бинарной. В 
этом случае ℒ(𝑎, 𝑥) = 1 означает, что алгоритм 𝑎 допускает ошибку на объекте 𝑥, а 
функционал 𝘘 называется частотой ошибок алгоритма 𝑎 на выборке 𝑋𝑙 .[5] 

1.5. Проблема переобучения и понятие обобщающей способности 
Минимизацию эмпирического риска следует применять с известной долей 

осторожности. Если минимум функционала 𝘘(𝑎,𝑋𝑙) достигается на алгоритме 𝑎, то 
это еще не гарантирует, что 𝑎 будет хорошо приближать елевую зависимость на 
произвольной контрольной выборке 𝑋𝑘 = (𝑥𝑖′,𝑦𝑖′)𝑖=1𝑘 . 

Когда качество работы алгоритмов на новых объектах, не вошедших в состав 
обучения, оказывается существенно хуже, чем на обучающей выборке, говорят об 
эффекте переобучения или переподгонки. При решении практических задач с этим 
явлением приходится сталкиваться очень часто. 

Легко представить себе метод, который минимизирует эмпирический риск до 
нуля, но при этом абсолютно не способен обучаться. Получив обучающую выборку 
𝑋𝑙, он запоминает ее и строит алгоритм, который сравнивает предъявляемый объект 𝑥 
с обучающими объектами 𝑥𝑖 из 𝑋𝑙. В случае совпадения 𝑥 = 𝑥𝑖 алгоритм выдает 
правильный ответ 𝑦𝑖 . Иначе выдается произвольный ответ. Эмпирический риск 
принимает наименьшее возможное значение, равное нулю. Однако этот алгоритм не 
способен восстановить зависимость вне материала обучения. Отсюда вывод: для 
успешного обучения необходимо не только запоминать, но и обобщать. 

Обобщающая способность метода 𝜇 характеризуется величиной 𝘘(𝜇( 𝑋𝑙),𝑋𝑘) 
при условии, что выборки  𝑋𝑙 и 𝑋𝑘 являются представительными. Для формализации 
понятия «представительная выборка» обычно принимается стандартное 
предположение, что выборки 𝑋𝑙 и 𝑋𝑘 − простые, полученные из одного и того же 
неизвестного вероятностного распределения на множестве 𝑋. 
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Определение 5. Метод обучения 𝜇 называется состоятельным, если при 
заданных достаточно малых значениях 𝜀 и 𝜂 справедливо неравенство 

𝑃𝑋𝑙,𝑋𝑘{𝘘(𝜇( 𝑋𝑙),𝑋𝑘)  > 𝜀} < 𝜂. 

Параметр ε называется точностью, параметр (1 − 𝜂) – надежностью. 

Допустима также эквивалентная формулировка: для любых простых выборок 
𝑋𝑙 и 𝑋𝑘 оценка 𝘘(𝜇( 𝑋𝑙),𝑋𝑘) ≤  ε справедлива с вероятностью не менее 1 − 𝜂. 
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2. ОСНОВНЫЕ АЛГОРИТМЫ 

2.1. Решающие деревья 
Решающее дерево – это логический алгоритм классификации, основанный на 

поиске конъюнктивных закономерностей.  

Напомним некоторые понятия теории графов. 

Деревом называется конечный связный граф с множеством вершин 𝑉, не 
содержащий циклов и имеющий выделенную вершину 𝑣0 ∈ 𝑉, в которую не входит 
ни одно ребро. Эта вершина называется корнем дерева. Вершина не имеющая 
выходящих ребер, называется терминальной или листом. Остальные вершины 
называются внутренними. Дерево называется бинарным, если из любой его 
внутренней вершины выходит ровно два ребра. Выходящие ребра связывают каждую 
внутреннюю вершину 𝑣 с левой дочерней вершиной 𝐿𝑣 и с правой дочерней вершиной 
𝑅𝑣.[12] 

Определение 6. Бинарное решающее дерево – это алгоритм классификации, 
задающийся бинарным деревом, в котором каждой внутренней вершине 𝑣 ∈ 𝑉 
приписан предикат 𝛽𝑣:𝑋 → {0,1}, каждой терминальной вершине 𝑣 ∈ 𝑉 приписано 
имя класса 𝑐𝑣 ∈ 𝑌. При классификации объекта 𝑥 ∈ 𝑋 он проходит по дереву путь от 
корня до некоторого листа, в соответствии с Алгоритмом 1. 

Алгоритм 1. Классификация объекта 𝑥 ∈ 𝑋 бинарным решающим деревом 

1:  𝑣 ≔ 𝑣0; 
2:  пока вершина 𝑣 внутренняя 
3:     если 𝛽𝑣 = 1 то  
4:     𝑣 ≔ 𝑅𝑣; (переход вправо) 
5: иначе 
6:    𝑣 ≔ 𝐿𝑣; (переход влево) 
7: вернуть 𝑐𝑣. 
 

Объект 𝑥  доходит до вершины 𝑣 тогда и только тогда, когда выполняется 
конъюнкция 𝐾𝑣(𝑥), составленная из всех предикатов, приписанных внутренним 
вершинам дерева на пути от корня 𝑣0 до вершины 𝑣. Пусть 𝑇 – множество всех 
терминальных вершин дерева. Множества объектов Ω𝑣 =  {𝑥 ∈ 𝑋 ∶  𝐾𝑣(𝑥) = 1 } , 
выделяемых терминальными конъюнкциями 𝑣 ∈ 𝑇, попарно не пересекаются, а их 
объединение совпадает со всем пространством 𝑋 (это легко доказывается индукцией 
по числу вершин дерева). Отсюда следует, что алгоритм классификации 𝑎 : 𝑋 → 𝑌, 
реализуемый бинарным решающим деревом, можно представить в виде простого 
голосования конъюнкций: 
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𝑎(𝑥) = arg max𝑦∈𝑌 ∑ [𝑐𝑣 = 𝑦] 𝐾𝑣(𝑥)𝑣∈𝑇 , 

Причем для любого 𝑥 ∈ 𝑋 одно и только одно слагаемое во всех этих суммах  
равно единице. Вместо суммирования можно было бы использовать и дизъюнкцию. 

Естественное требование максимизации информативности конъюнкции 𝐾𝑣(𝑥) 
означает, что каждая из них должна выделять как можно больше обучающих 
объектов, допуская при этом как можно меньше ошибок. Для повышения 
обобщающей способности решающего дерева число листьев должно быть как можно 
меньше, и они должны покрывать подвыборки примерно одинаковой мощности 
|Ω𝑣 ∩ 𝑋𝑙|. [8] 

 Алгоритм построения решающего дерева ID3 (Induction of Decision Tree). 

Идея алгоритма заключается в последовательном дроблении выборки на две 
части до тех пор, пока в каждой части не окажутся объекты только одного класса. 
Проще всего записать этот алгоритм в виде рекурсивной процедуры LearnID3,  
которая строит дерево по заданной подвыборке 𝑈. 

Для построения полного дерева она применяется ко всей выборке и 
возвращает указатель на корень построенного дерева: 

𝑣0 =  LearnID3 (𝑋𝑙). 

На шаге 6 Алгоритм 1.6 выбирается предикат 𝛽 из заданного семейства 𝔅, 
задающий максимально информативное ветвление дерева – разбиение выборки на 
две части 𝑈 =  𝑈0 ∪ 𝑈1. 

На практике применяются различные критерии ветвления. 

1. Критерий, ориентированный на отделение заданного класса 𝑐 ∈ 𝑌. 
𝐼(𝛽,𝑈) = max𝑐∈𝑌 𝐼𝑐 (𝛽,𝑈). 

2. Более эффективны (особенно на верхних уровнях дерева) критерии, 
ориентированные на отделение не одного, а сразу нескольких классов.  

3. D – критерий – число пар объектов из разных классов, на которых 
предикат 𝛽принимает разные значения. В случае двух классов он имеет вид 

𝐼(𝛽,𝑈) = 𝑝(𝛽)�𝑁 − 𝑛(𝛽)�+ 𝑛(𝛽)(𝑃 − 𝑝(𝛽)) . 

 В Алгоритме 2. множество элементарных предикатов 𝔅 может быть каким 
угодно, лишь бы существовал эффективный механизм выбора наиболее 
информативного предиката из  𝔅 на шаге 6. Когда мощность |𝔅| не велика, эта задача 
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легко решается полным перебором. В противном случае приходится применять 
эвристические процедуры направленного поиска. 

Алгоритм 2. Рекурсивный алгоритм синтеза бинарного решающего дерева ID3 

Вход:  
𝑈 - обучающая выборка; 
𝔅 - множество элементарных предикатов; 

Выход:  
возвращает корневую вершину дерева, построенного по выборке 𝑈 
 

1: ПРОЦЕДУРА  LearnID3(𝑈) 
2: если все объекты из 𝑈лежат в одном классе 𝑐 ∈ 𝑌 то 
3:    создать новый класс 𝑣; 
4:    𝑐𝑣 = 𝑐; 
5: вернуть (𝑣); 
6:    найти предикат с максимальной информативностью: 

𝛽: = 𝑎𝑟𝑔max𝛽∈𝔅 𝐼 (𝛽,𝑈); 

7:    разбить выборку на две части 𝑈 =  𝑈0 ∪ 𝑈1 по предикату 𝛽: 
𝑈0 ≔ {𝑥 ∈ 𝑈: 𝛽(𝑥) = 0}; 
𝑈1 ≔ {𝑥 ∈ 𝑈: 𝛽(𝑥) = 1}; 
8: если 𝑈0 = ∅ или 𝑈1 = ∅ то 
9:   создать новый лист 𝑣; 
10:  𝑐𝑣:= класс, в котором находится большинство объектов из 𝑈; 
11: иначе 
12:  создать новую внутреннюю вершину 𝑣; 
13:   𝛽𝑣: = 𝛽; 
14:    𝐿𝑣 ≔ LearnID3(𝑈0);  (построить левое поддерево) 
15:    𝑅𝑣 ≔ LearnID3(𝑈1);  (построить правое поддерево) 
16: вернуть (𝑣); 

На практике в качестве элементарных предикатов чаще всего берут простые 
пороговые условия вида 𝛽(𝑥) = [𝑓𝑗(𝑥) ≶ 𝑑𝑗]. Конъюнкции, составленные из таких 
термов, хорошо интерпретируются и допускают запись на естественном языке. 
Однако никто не запрещает использовать в вершинах дерева любые разделяющие 
правила: шары, гиперплоскости, и, вообще говоря, произвольные бинарные 
классификаторы. [4] 

Трудоемкость алгоритм ID3 имеет порядок 𝑂(𝐵ℎ𝑙), где ℎ - глубина дерева, 𝐵 
- среднее число предикатов, для которых оценивается информативность на шаге 6. 
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Действительно, больше всего времени занимает вычисление информативности 
подвыборки 𝑈, и это время прямо пропорционально мощности |𝑈|. Суммарная 
мощность всех подвыборок, оцениваемых в вершинах одного уровня, в точности 
равна 𝑙. Значит, число операций, производимых для построения одного полного 
уровня дерева, имеет порядок 𝐵𝑙. В наихудшем случае 𝐵 = |𝔅|, однако применение 
удачных эвристик для сокращения перебора на шаге 6 позволяет существенно 
уменьшить 𝐵. 

 Преимущества алгоритма ID3. 

• Простота и интерпретируемость классификации. Алгоритм 1.5 способен 
не только классифицировать объект, но и выдать объяснение 
классификации в терминах предметной области. Объяснение строится 
путем выписывания последовательности условий, проверенных для 
данного объекта на пути от корня дерева до листа 𝑣. Эти условия 
образуют конъюнкцию 𝐾𝑣, то есть легко интерпретируемое логическое 
правило. 

• Трудоемкость Алгоритма 1.6 линейна по длине выборки. 
• Если множество предикатов  𝔅 настолько богато, что на шаге 6 всегда 

находится предикат, разбивающий выборку 𝑈 на непустые 
подмножества 𝑈0 и 𝑈1, то алгоритм строит бинарное решающее дерево, 
безошибочно классифицирующее выборку 𝑋𝑙. 

• Не бывает отказов от классификации, в отличии от решающих списков. 
• Алгоритм очень прост для реализации и легко поддается различным 

усовершенствованиям. Можно использовать различные критерии 
ветвления и критерии остановки, вводить редукцию, и т.д. 

2.2. Самоорганизующиеся карты Кохонена 

Определение 7. Векторы 𝓌𝑚 ∈ 𝑅𝑛, 𝑚 = 1, … ,𝑀, описывающие  центры 
кластеров, и относящие произвольный объект  𝑥 ∈ 𝑋 к ближайшему кластеру: 

𝑎(𝑥) = 𝑎𝑟𝑔min𝑚∈𝑌 𝜌(𝑥,𝓌𝑚).         (*) 

Образно говоря, кластеры соревнуются за право присоединить к себе объект 𝑥. 
Кластер, ближайший к  𝑥, называется кластером победителем, а выражение (*) – 
правилом WTA (winner takes all). 

Самоорганизующиеся карты Кохонена применяются для визуализации 
многомерных данных. Они дают лишь общую картину, довольно размытую и 
подверженную искажениям, поскольку спроецировать многомерную выборку на 
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плоскость без искажений в общем случае невозможно. Тем не менее, карты Кохонена 
позволяют увидеть ключевые особенности кластерной структуры выборки. Они 
используются на стадии разведочного анализа данных, скорее для общего понимания 
задачи, чем для получения каких – либо точных результатов. 

Идея заключается в том, чтобы спроецировать все объекты выборки на 
плоскую карту, точнее, на множество узлов прямоугольной сетки заранее заданного 
размера 𝑀 × 𝐻. На практике 𝑀 и 𝐻 имеют порядок десятков или сотен. Каждому узлу 
сетки приписывается нейрон Кохонена с вектором весов 𝓌𝑚ℎ ∈ 𝑅𝑛, 𝑚 = 1, … ,𝑀,  

Алгоритм 3. Обучение карты Кохонена методом стохастического градиента 

Вход:  
𝑋𝑙  - обучающая выборка; 
𝜂 – темп обучения; 

Выход:  
Векторы синаптических весов 𝓌𝑚ℎ,  𝑚 = 1, … ,𝑀, ℎ = 1, … ,𝐻; 

 
1: инициализировать веса: 

𝓌𝑚ℎ ≔ 𝑟𝑎𝑛𝑑𝑜𝑚(− 1
2𝑀𝐻

, 1
2𝑀𝐻

); 
2: повторять 
3: выбрать объект 𝑥𝑖 из 𝑋𝑙 случайным образом; 
4: WTA: вычислить координаты узла, в который проецируется объект 𝑥𝑖: 

(𝑚𝑖 ,ℎ𝑖): = 𝑎(𝑥𝑖) ≔ 𝑎𝑟𝑔min(𝑚,ℎ)∈𝑌 𝜌(𝑥𝑖 ,𝓌𝑚ℎ); 
5: для всех  (𝑚, ℎ) ∈ 𝑌, достаточно близких к (𝑚𝑖 ,ℎ𝑖) 
6: WTA: сделать шаг градиентного спуска: 

𝓌𝑚ℎ ≔ 𝓌𝑚ℎ + 𝜂(𝑥𝑖 −𝓌𝑚ℎ)𝐾(𝑟((𝑚𝑖,ℎ𝑖), (𝑚, ℎ))); 
7: пока размещение всех объектов в узлах сетки не стабилизируется; 

 

ℎ = 1, … ,𝐻. Таким образом, множество 𝑌 совпадает с множеством узлов 
сетки,  

𝑌 ={1, … ,𝑀 }× {1, … ,𝐻}. 

Алгоритм кластеризации 𝑎(𝑥) выдает пару индексов (𝑚,ℎ) ∈ 𝑌, 
показывающих, в какой узел сетки проецируется объект 𝑥. Чтобы карта отражала 
кластерную структуру выборки, близкие объекты должны попадать в близкие узлы 
сетки. 

Обучение нейронов происходит методом стохастического градиента, см. 
Алгоритм 3. после случайного выбора объекта 𝑥𝑖 на шаге 3 определяется нейрон-
победитель. Соответствующий ему узел сетки обозначается в алгоритме через  
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(𝑚𝑖 ,ℎ𝑖). Затем этот нейрон и нейроны, расположенные в ближайших узлах сетки, 
сдвигаются в сторону вектора 𝑥𝑖.  

𝑟�(𝑚𝑖 ,ℎ𝑖), (𝑚, ℎ)� = �(𝑚−𝑚𝑖)2 + (ℎ − ℎ𝑖)2. 

𝐾(𝜌) – ядро сглаживания, например, 𝐾(𝜌) = exp (−𝛽𝜌2). Параметр 𝛽 задает 
степень сглаженности карты: чем меньше 𝛽, тем мягче конкуренция нейронов, и тем 
более сглаженными будут выглядеть границы кластеров на карте. Имеет смысл 
увеличивать значение параметра 𝛽 от итерации к итерации, чтобы сеть Кохонена 
сначала обучилась кластерной структуре «в общих чертах», а затем сосредоточилась 
на деталях. 

Алгоритм останавливается, когда проекция всех, или хотя бы большинства, объектов 
выборки (𝑚𝑖 ,ℎ𝑖) = 𝑎(𝑥𝑖) перестанут меняться от итерации к итерации. 

2.3. Многослойные нейронные сети 
Многослойные сети, так же, как и однослойный персептрон (линейный 

классификатор), можно настраивать градиентными методами, несмотря на огромное 
количество весовых коэффициентов. В середине 80-х одновременно несколькими 
исследователями был предложен эффективный способ вычисления градиента, при 
которой каждый градиентный шаг выполняется за число операций, лишь немногим 
большее, чем при обычном вычислении сети на одном объекте. Это кажется 
удивительным ведь количество операций, необходимых для вычисления градиента, 
обычно возрастает пропорционально размерности, то есть числу весовых 
коэффициентов. Здесь этого удаётся избежать благодаря аналитическому 
дифференцированию суперпозиции с сохранением необходимых промежуточных 
величин. Метод получил название обратного распространения ошибок. 

Метод обратного распространения ошибок 

Рассмотрим многослойную сеть, в которой каждой нейрон предыдущего слоя 
связан со всеми нейронами последующего слоя, рисунок 1. Такая сеть называется 
полносвязной. Для большей общности положим 𝑋 = 𝑅𝑛 , 𝑌 = 𝑅𝑚. 



14 
 

 

Рис. 1. Многослойные нейронные сети. 

 

Введем следующие обозначения. Пусть выходной слой состоит из 𝑀  
нейронов с функциями активации 𝜎𝑚и выходами 𝑎𝑚, 𝑚 = 1, … ,𝑀. Перед ним 
находится скрытый слой из 𝐻 нейронов с функциями активации 𝜎ℎи выходами 𝑢ℎ, 
ℎ = 1, … ,𝐻.  Веса синаптических связей между ℎ-м нейроном скрытого слоя и 𝑚-м 
нейроном выходного слоя будем обозначать через 𝓌ℎ𝑚. Перед этим слоем может 
находиться либо входной слой признаков, либо еще один скрытый слой с выходами  
𝓋𝑗, 𝑗 = 1, … , 𝐽 и синаптическими весами 𝓌𝑗ℎ. В общем случае число слоев может 
быть произвольным. Если сеть двухслойная, то 𝓋𝑗есть просто -й признак: 𝓋𝑗(𝑥) ≡
𝑓𝑗(𝑥) ≡ 𝑥𝑗, и 𝐽 = 𝑛. Обозначим через 𝓌 вектор всех синаптических весов. 

Выходные значения сети на объекте 𝑥𝑖 вычисляется как суперпозиция: 

𝑎𝑚(𝑥𝑖) = 𝜎𝑚 (∑ 𝓌ℎ𝑚
𝐻
ℎ=0 𝑢ℎ(𝑥𝑖));    𝑢ℎ(𝑥𝑖) = 𝜎ℎ (∑ 𝓌𝑗ℎ

𝐽
𝑗=0 𝓋𝑗(𝑥𝑖)) . 

Зафиксируем объект 𝑥𝑖 и запишем функционал среднеквадратичной ошибки 
(для других функций потерь выкладки могут быть проделаны аналогично): 

𝘘(𝓌) = 1
2
∑ (𝑎𝑚(𝑥𝑖)−  𝑦𝑖𝑚)2𝑀
𝑚=1 . 

В дальнейшем нам понадобятся частные производные 𝘘 по выходам нейронов. 

Выпишем их сначала для выходного слоя: 

𝔡𝘘(𝓌)
𝔡𝑎𝑚

= 𝑎𝑚(𝑥𝑖)−  𝑦𝑖𝑚 = 𝜀𝑖ℎ. 
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Оказывается, частная производная 𝘘 по 𝑎𝑚 равна величине ошибки 𝜀𝑖ℎ на 
объекте 𝑥𝑖. Теперь выпишем частные производные по выходам скрытого слоя: 

𝔡𝘘(𝓌)
𝔡𝑢ℎ

= ∑ (𝑎𝑚(𝑥𝑖) −  𝑦𝑖𝑚)𝑀
𝑚=1 𝜎𝑚′ 𝓌ℎ𝑚 = ∑ 𝜀𝑖𝑚𝑀

𝑚=1 𝜎𝑚′ 𝓌ℎ𝑚 = 𝜀𝑖ℎ. 

Эту величину, по аналогии с 𝜀𝑖𝑚, будем называть ошибкой сети на скрытом 
слое и обозначать через 𝜀𝑖ℎ. Через 𝜎𝑚′  обозначена производная функции активации, 
вычисленная при том же аргументе. Если используется сигмоидная функция 
активации, то для эффективного вычисления производной можно воспользоваться 
формулой 𝜎𝑚′ = 𝜎𝑚(1 − 𝜎𝑚) = 𝑎𝑚(𝑥𝑖)(1− 𝑎𝑚(𝑥𝑖)). 

Заметим, что 𝜀𝑖ℎ вычисляется по 𝜀𝑖𝑚, если запустить сеть «задом наперед», 
подав на выходы нейронов скрытого слоя значения 𝜀𝑖𝑚𝜎𝑚′ , а результат 𝜀ℎ получив на 
входе. При этом входной вектор скалярно умножается на вектор весов 𝓌ℎ𝑚, 
находящихся справа от нейрона, а не слева, как при прямом вычислении (отсюда и 
название алгоритма – обратное распространение ошибок): 

 

Рис. 2. Обратное распространение ошибок. 

Имея частные производные по 𝑎𝑚 и 𝑢ℎ, легко выписать градиент 𝘘 по весам: 

𝔡𝘘(𝓌)
𝔡𝓌ℎ𝑚

= 𝔡𝘘(𝓌)
𝔡𝑎𝑚

𝔡𝑎𝑚

𝔡𝓌ℎ𝑚
= 𝜀𝑖𝑚𝜎𝑚′ 𝑢ℎ(𝑥𝑖),              𝑚 = 1, … ,𝑀, ℎ = 0, … ,𝐻; 

 

𝔡𝘘(𝓌)
𝔡𝓌𝑗ℎ

= 𝔡𝘘(𝓌)
𝔡𝑢ℎ

𝔡𝑢ℎ

𝔡𝓌𝑗ℎ
= 𝜀𝑖ℎ𝜎ℎ′𝓋𝑗(𝑥𝑖),                  ℎ = 1, … ,𝐻, 𝑗 = 0, … , 𝐽; 

И так далее для каждого слоя. Если слоев больше двух, то остальные частные 
производные вычисляются аналогично – обратным ходом по слоям сети справа 
налево.[7] 

Теперь мы обладаем всем необходимым, чтобы полностью выписать 
Алгоритм 4. обратного распространения. 
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Алгоритм 4. Обучение двухслойной сети методом back – propagation – обратного 
распространения ошибки 

Вход:  
𝑋𝑙 =  (𝑥𝑖 ,𝑦𝑖) 𝑖=1𝑙   - обучающая выборка 𝑥𝑖 = 𝑅𝑛 , 𝑦𝑖 = 𝑅𝑚.; 
𝐻 - число нейронов в скрытом слое; 
𝜂 – темп обучения; 

Выход:  
синаптические веса  𝓌𝑗ℎ, 𝓌ℎ𝑚; 

 
1: инициализировать веса небольшими случайными значениями: 

𝓌𝑗ℎ ≔ 𝑟𝑎𝑛𝑑𝑜𝑚(− 1
2𝑛

, 1
2𝑛

); 

𝓌ℎ𝑚 ≔ 𝑟𝑎𝑛𝑑𝑜𝑚(− 1
2𝐻

, 1
2𝐻

); 
2: повторять 
3: выбрать объект (𝑥𝑖 ,𝑦𝑖) из 𝑋𝑙 случайным образом; 
4: прямой ход: 

𝑢𝑖ℎ: = 𝜎ℎ(∑ 𝑥𝑖
𝑗𝐽

𝑗=0 𝓌𝑗ℎ), для всех ℎ = 1, … ,𝐻; 
𝑎𝑖𝑚: = 𝜎𝑚(∑ 𝑢𝑖ℎ𝐻

ℎ=0 𝓌ℎ𝑚), для всех 𝑚 = 1, … ,𝑀; 
𝜀𝑖𝑚: = (𝑎𝑖𝑚 − 𝑦𝑖𝑚), для всех 𝑚 = 1, … ,𝑀; 
𝑄𝑖: = ∑ (𝜀𝑖𝑚)2𝑀

𝑚=1 ; 
  

5: обратный ход: 
𝜀𝑖ℎ: =  ∑ 𝜀𝑖𝑚𝑀

𝑚=1 𝜎𝑚′ 𝓌ℎ𝑚, для всех ℎ = 1, … ,𝐻; 
6: градиентный шаг: 

𝓌ℎ𝑚 ≔ 𝓌ℎ𝑚 − 𝜂𝜀𝑖𝑚𝜎𝑚′ 𝑢𝑖ℎ  , для всех ℎ = 0, … ,𝐻, 𝑚 = 1, … ,𝑀; 
𝓌𝑗ℎ ≔ 𝓌𝑗ℎ − 𝜂𝜀𝑖𝑚𝜎ℎ′𝑥𝑖

𝑗
 , для всех 𝑗 = 0, … ,𝑛, ℎ = 1, … ,𝐻; 

7: 𝑄 ≔ 𝑙−1
𝑙
𝑄 + 1

𝑙
 𝑄𝑖; 

8: пока 𝑄 не стабилизируется; 
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3. DEDUCTOR STUDIO 
Программа, реализующая функции импорта, обработки, визуализации и 

экспорта данных, рисунок 3. Она может функционировать и без хранилища, получая 
информацию из любых других источников, но наиболее оптимальным является их 
совместное использование. 

Цель работы Deductor формализовать процесс принятия решений и поставить 
его "на поток". Например, сотрудник, оформляющий кредиты, должен внести данные 
по потребителю, а система автоматически выдать ответ, на какую сумму данный 
потребитель может рассчитывать, либо сотрудник отдела закупок при оформлении 
заказа получить автоматически рассчитанный, рекомендуемый объем закупки 
каждого товара. Инструментом, позволяющим формализовать и гибко перестраивать 
логику принятия решений, является Deductor Studio 

 

Рис. 3. Deductor Studio. 

Работа аналитика со Studio сводится к визуальному построению сценариев. 
Сценарий – последовательность действий, позволяющих получить из данных знания. 
Вся работа выполняется при помощи мастеров и сводится к комбинированию всего 5 
операций: 

• Подключение коннектора. Для взаимодействия со сторонними 
системами необходимо настроить параметры доступа: местоположение, 

http://www.basegroup.ru/files/image/deductor/components/studio/deductor_studio.gif�
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пользователь, пароль и прочее. Через единожды настроенное подключение 
осуществляется выгрузка и загрузка данных во внешнюю систему. Deductor 
поддерживаетдесятки систем: СУБД, хранилища данных, учетные системы, веб-
сервисы, офисные программы, файлы... 

• Импорт данных. Анализ в Deductor начинается с получения набора 
данных. При помощи мастера выбираются интересующие таблицы, объекты, файлы 
и запускается процесс импорта. 

• Обработка. Под обработкой подразумевается любое преобразование 
данных. Поддерживаются десятки методов обработки от расчета по формулам до 
самообучающихся алгоритмов: очистка данных, трансформация, Data Mining. 
Механизмы обработки можно комбинировать произвольным образом, реализуя 
сколь угодно сложную логику анализа. 

• Визуализация. Просмотреть данные в Deductor Studio можно на любом 
этапе обработки. Программа самостоятельно анализирует, каким образом можно 
отобразить информацию, пользователь должен только выбрать нужный вариант. 
Deductor включает множество удобных интерактивных визуализаторов:OLAP, 
таблицы, графики, деревья, карты... 

• Экспорт результатов. Завершающим шагом в сценарии обработки чаще 
всего является экспорт данных. Результаты выгружаются для последующего 
использования в других программах, например, прогноз продаж передается в 
систему для формирования заказа на поставку или на корпоративном web-сайте 
публикуются рассчитанные KPI. 

 

Рисунок 4. Схема работы Deductor Studio. 

Deductor Studio позволяет аналитику автоматизировать рутинные операции по 
обработке данных и сосредоточиться на интеллектуальной работе: формализация 
логики принятия решений, построение моделей, прогнозирование. [14] 

3.1. Ввод данных в системе Deductor 
Возьмем данные по банку из общедоступного ресурса.  Это данные  о 1000 

клиентов. По каждому клиенту приведены анкетные данные, 20 признаков. Примеры 
бинарных признаков: пол, наличие телефона. Номинальные признаки  - место 
проживания, профессия, работодатель. Порядковые признаки - образование, 

http://www.basegroup.ru/deductor/function/data_access/�
http://www.basegroup.ru/glossary_ajax/definitions/data_warehouse�
http://www.basegroup.ru/glossary_ajax/definitions/oltp�
http://www.basegroup.ru/glossary_ajax/definitions/web_server�
http://www.basegroup.ru/glossary_ajax/definitions/web_server�
http://www.basegroup.ru/glossary_ajax/definitions/transformation�
http://www.basegroup.ru/glossary_ajax/definitions/transformation�
http://www.basegroup.ru/deductor/function/algorithm/�
http://www.basegroup.ru/glossary_ajax/definitions/data_cleaning�
http://www.basegroup.ru/glossary_ajax/definitions/data_mining�
http://www.basegroup.ru/glossary_ajax/definitions/visualization�
http://www.basegroup.ru/deductor/function/visualization/�
http://www.basegroup.ru/glossary_ajax/definitions/olap�
http://www.basegroup.ru/glossary_ajax/definitions/performance_indicato�
http://www.basegroup.ru/glossary_ajax/definitions/forecast�
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занимаемая должность. Количественные признаки - возраст, стаж работы, доход 
семьи, размер задолженностей в других банках, сумма кредита и т.д. 

Импортируем данные в систему DEDUCTOR для дальнейшей обработки. 

 

Рис. 5. Визуализация данных по немецкому банку. 

3.2. Мастер обработки  
Деревья решений. 

Запустим  Мастер обработки. Настроим способ разбиения исходного 
множества данных на обучающее (75%) и тестовое(25%). Зададим случайный способ 
разбиения, когда данные для тестового и обучающего множества берутся из 
исходного набора случайным образом, рисунок 6. 

Обучающее множество – включает записи (примеры), которые будут 
использоваться в качестве входных данных, а также соответствующие желаемые 
выходные значения. 

 

Тестовое множество - также включает записи, содержащие входные и 
желаемые выходные  значения, но используемое не для обучения модели, а для 
проверки его результатов. 
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Рис. 6.   

Производится построение дерева решений. В зависимости от объема 
обрабатываемых данных и быстродействия компьютера, оно может занять 
определенное время. 

Остановить процесс можно с помощью кнопки "Стоп". После этого 
появляется возможность вернуться на предыдущие шаги Мастера обработки для 
проверки и изменения параметров. Далее процесс построения дерева может быть 
запущен заново, продолжен или отменен. Если процесс был завершен успешно, то в 
секции "Название текущего процесса" появится сообщение "Успешное завершение". 

Для управления процессом построения дерева предусмотрены следующие 
кнопки: 

 - "Пуск" - запускает процесс в первый раз или возобновляет после паузы. 

 
- "Пауза" - временно приостанавливает обработку. Временная приостановка 

процесса имеет смысл в двух случаях: 

 

• Для оценки текущих результатов процесса обучения, например, 
просмотра графиков динамики ошибок обучения. 

 

• При необходимости освободить ресурсы процессора для других 
приложений. 

 - "Стоп" - останавливает процесс без возможности его продолжения.  

В секции "Распределено, шт." отображается число примеров обучающего 
множества, которые были распознаны и не распознаны в процессе построения дерева. 
В секции "Распознано, %" указывается процент распознанных примеров отдельно для 
обучающего и тестового множеств. Если это процент достаточно велик (80%-95%), то 
построение дерева можно считать успешным. 
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Количество распознанных и не распознанных в процессе обучения примеров 
отображается на графике в нижней части окна. Распознанные примеры отображаются 
синей штрих-пунктирной линией, а нераспознанные - красной. 

Если какой-либо участок графика требуется рассмотреть более подробно, 
можно увеличить масштаб просмотра данного участка. Для этого следует выделить 
прямоугольную область с нужным участком, двигая указатель с нажатой левой 
кнопкой мыши от левого верхнего к правому нижнему углу прямоугольника. 
Повторение данного действия приведет к дальнейшему увеличению масштаба. Чтобы 
вернуть исходный масштаб графика, достаточно выделить любой участок графика, 
двигая при этом мышь с нажатой левой кнопкой от правого нижнего угла 
прямоугольника к левому верхнему. 

В правой части окна отображается следующая информация: 

 
• Кол-во узлов - количество узлов, использованное в полученном 

дереве. 

 • Кол-во правил - число правил в построенном дереве. 

 
• Время обучения - время, прошедшее от начала построения дерева до 

его завершения. 

 
• Темп обновления - позволяет задать период обновления графика, 

отображающего построение дерева.  

Под графиком расположен прогресс-индикатор, который отражает ход 
построения дерева, рисунок 7. 

 

Рис. 7. 
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Самоорганизующиеся карты Кохонена 

 В секции "Параметры карты" задается размер карты, т.е. количество ячеек из 
которых она будет состоять. Для этого в полях "Размер по оси Х" и "Размер по оси Y" 
следует указать количество ячеек по соответствующим координатам. 

 В поле "Количество ячеек" отображается общее число ячеек карты. Оно 
определяется как произведение значений полей "Размер по оси Х" и "Размер по оси 
Y" и меняется только при их изменении. 

 В списке "Форма ячеек" выбирается один из вариантов конфигурации   
ячейки - прямоугольная или шестиугольная. При задании формы ячеек нужно 
учитывать, что шестиугольники дают более корректные результаты, т.к. расстояние 
между центрами ячеек ближе к евклидову, чем между центрами прямоугольников. 
Скорость обучения выше для прямоугольной формы ячеек, рисунок 8. 

 

Рис. 8. 

На следующем шаге необходимо задать условие, при выполнении которого 
обучение карты будет прекращено. 

 "Считать пример распознанным, если ошибка меньше" - критерием останова в 
данном случае является условие, что рассогласование между эталонным и реальным 
выходом карты становится меньше заданного значения. 

 "По достижению эпохи" - указывается количество эпох, по достижении 
которого процесс обучения будет остановлен, даже, если не достигнута заданная 
ошибка. Позволяет избежать "зацикливания" в ситуациях, когда ошибка не 
достижима. 

 Кроме этого для обучающего и тестового множества в соответствующих 
секциях окна могут независимо устанавливаться следующие критерии останова 
обучения:  
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• Средняя ошибка меньше - средняя квадратичная ошибка на обучающем 

множестве или тестовом множестве меньше заданного значения. 

 

• Максимальная ошибка меньше - максимальная квадратичная ошибка на 
обучающем множестве и тестовом множестве меньше заданного 
значения. 

 

• Распознано примеров, (%) - количество распознанных примеров на 
обучающем множестве и тестовом множестве больше заданного 
процента. 

 При выборе нескольких условий останов процесса обучения происходит по 
достижении хотя бы одного из них.(Рис. 9.) 

 

Рисунок 9. 

Обучение карты производится итерационными циклами, каждый из которых 
называется эпохой. Во время каждой эпохи происходит подстройка весов нейронов 
карты Кохонена. Подстройка весов во время одной эпохи происходит следующим 
образом: каждый входной вектор (строчка таблицы) обучающей выборки 
"подтягивает" к себе ближайший по расстоянию нейрон (нейрон-победитель) карты 
Кохонена с определенной силой (скорость обучения). Вместе с нейроном-
победителем подтягиваются и его соседи. Соседство определяется положением 
нейронов на 2-х мерной четырехугольной или шестиугольной сетке.  Здесь 
расстояние – это обычное Евклидово расстояние между 2-мя точками в многомерном 
пространстве (входной вектор и веса нейрона победителя), рисунок 10. 
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Рис. 10. 

На следующем шаге производится собственно обучение карты с заданными 
параметрами. В зависимости от объема обрабатываемых данных и быстродействия 
компьютера, оно может занять определенное время. 

Остановить процесс обучения можно с помощью кнопки "Стоп". После этого 
появляется возможность вернуться на предыдущие шаги Мастера обработки для 
проверки и изменения параметров. Далее процесс обучения может быть запущен 
заново, продолжен или отменен. Если обучение было завершено успешно, то в 
секции "Название текущего процесса" появится сообщение "Успешное завершение". 

 Для управления процессом обучения предусмотрены следующие кнопки: 

 
- "Пуск" - запускает процесс в первый раз или возобновляет после 

паузы. 

 
- "Пауза" - временно приостанавливает обработку. Временная приостановка 

процесса имеет смысл в двух случаях: 

 

• для оценки текущих результатов процесса обучения, например, 
просмотра графиков динамики ошибок обучения. 

 

• при необходимости освободить ресурсы процессора для других 
приложений. 

 

- "Стоп" - останавливает процесс без возможности его продолжения. 
Практически, останавливать процесс обучения модели принудительно имеет 

смысл если: 

 
• Значения ошибок длительное время не уменьшаются. 

 
• Процент распознанных примеров не увеличивается. 

 В процессе обучения в секциях "Обучающее множество" и "Тестовое 
множество" отображаются максимальная квадратичная ошибка и средняя 
квадратичная ошибка на обучающем множестве и тестовом множестве 
соответственно, а также процент распознанных примеров.  
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 Обучение может с большой долей вероятности считаться успешным, если 
процент распознанных примеров на обучающем и тестовом множествах достаточно 
велик (близок к 100%). 

 В процессе обучения в окне отображаются следующие графики хода 
обучения для обучающего (синяя линия) и тестового (красная линия) множеств: 

 
• Максимальная квадратичная ошибка на обучающем множестве и 

тестовом множестве (сплошная линия). 

 
• Средняя квадратичная ошибка на обучающем множестве и тестовом 

множестве (пунктирная линия). 

 Любой из графиков можно скрыть (показать). Для этого достаточно сбросить 
(установить) соответствующий флажок, рисунок 11. 

 Если какой-либо участок графика требуется рассмотреть более подробно, 
можно увеличить масштаб просмотра данного участка. Для этого следует выделить 
прямоугольную область с нужным участком, двигая указатель с нажатой левой 
кнопкой мыши от левого верхнего к правому нижнему углу прямоугольника. 
Повторение данного действия приведет к дальнейшему увеличению масштаба. Чтобы 
вернуть исходный масштаб графика, достаточно выделить любой участок графика, 
двигая при этом мышь с нажатой левой кнопкой от правого нижнего угла 
прямоугольника к левому верхнему. 

 В правой части окна постоянно отображаются номер текущей эпохи и время, 
прошедшее с начала обучения. 

  

 

Рис. 11. 
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Нейронная сеть 

На этом шаге задаются параметры, определяющие структуру нейронной сети, 
- количество скрытых слоев и нейронов в них, а также активационная функция 
нейронов. 

 В секции "Нейроны в слоях" необходимо указать количество скрытых слоев, 
т.е. слоев нейронной сети, расположенных между входным и выходным слоями. Для 
этого в поле "скрытых слоев" указать соответствующее значение. Это можно сделать 
с клавиатуры, предварительно вызвав щелчком мыши курсор, или с помощью 
стрелочек в правой части поля. Число нейронов во входном и выходном слоях 
автоматически устанавливается в соответствии с числом входных и выходных полей 
обучающей выборки и здесь изменить его нельзя. 

 Замечание. К выбору количества скрытых слоев и количества нейронов для 
каждого скрытого слоя нужно подходить осторожно. Хотя до сих пор не 
выработаны четкие критерии выбора, дать некоторые общие рекомендации все же 
возможно. Считается, что задачу любой сложности можно решить при помощи 
двухслойной нейросети, поэтому конфигурация с количеством скрытых слоев, 
превышающих 2, вряд ли оправдана. Для решения многих задач вполне подойдет 
однослойная нейронная сеть. При выборе количества нейронов следует 
руководствоваться следующим правилом: "количество связей между нейронами 
должно быть примерно на порядок меньше количества примеров в обучающем 
множестве". Количество связей рассчитывается как связь каждого нейрона со 
всеми нейронами соседних слоев, включая связи на входном и выходном слоях. 
Слишком большое количество нейронов может привести к так называемому 
"переобучению" сети, когда она выдает хорошие результаты на примерах, входящих 
в обучающую выборку, но практически не работает на других примерах. 

 В расположенной ниже таблице для каждого скрытого слоя необходимо 
указать число находящихся в нем нейронов. 

 В секции "Активационная функция" необходимо определить тип функции 
активации нейронов и ее крутизну, рисунок 12. Для этого в списке "Тип функции" 
следует выбрать нужную функцию активации, а в поле "Крутизна" - задать ее 
крутизну (также крутизну можно задать с помощью ползунка, расположенного 
ниже). В нижней части окна отображается график выбранной функции в 
соответствии с установленной крутизной. 
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Рис. 12. 

На следующем шаге можно выбрать алгоритм обучения нейронной сети и 
задать его параметры. 

Чтобы выбрать один из доступных в системе алгоритмов, нужно 
активизировать соответствующий пункт в секции "Алгоритм" , рисунок 13. При этом 
в секции "Параметры" отобразится набор настроек, соответствующих выбранному 
алгоритму. 

Для алгоритма обратного распространения ошибки (Back-Propagation) 
задаются два параметра: 

 

• Скорость обучения - определяет величину шага при итерационной 
коррекции весов в нейронной сети (рекомендуется задавать в 
интервале 0…1). 

 
• Момент - учитывает величину последнего изменения веса при 

коррекции весов (задается в интервале 0…1). 

 Для алгоритма Resilient Propagation указываются следующие параметры: 

 

• Шаг спуска - коэффициент увеличения скорости обучения, который 
определяет шаг увеличения скорости обучения при не достижении 
алгоритмом оптимального результата. 

 

• Шаг подъема - коэффициент уменьшения скорости обучения. Задается 
шаг уменьшения скорости обучения в случае пропуска алгоритмом 
оптимального результата. 
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Рис. 13. 

На следующем шаге необходимо задать условия, при выполнении которых 
обучение будет прекращено. 

 

"Считать пример распознанным, если ошибка меньше" - критерием останова в 
данном случае является условие, что рассогласование между эталонным и реальным 
выходом сети становится меньше заданного значения. 

  

"По достижении эпохи" - установка данного флажка позволяет задать число 
эпох (циклов обучения) по достижении которого обучение останавливается 
независимо от величины ошибки. Если флажок сброшен, то обучение будет 
продолжаться, пока ошибка не станет меньше заданного значения. 

 Кроме этого для обучающего и тестового множества в соответствующих 
секциях окна могут независимо устанавливаться следующие критерии останова 
обучения:  

 

• "Средняя ошибка меньше" - средняя квадратичная ошибка на 
обучающем множестве или тестовом множестве меньше заданного 
значения. 

 

• "Максимальная ошибка меньше" - максимальная квадратичная ошибка 
на обучающем множестве или тестовом множестве меньше заданного 
значения. 

 

• "Распознано примеров (%)" - количество распознанных примеров на 
обучающем множестве или тестовом множестве больше заданного 
процента. 

 При выборе нескольких условий останов процесса обучения происходит по 
достижении хотя бы одного из них, рисунок 14. 
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Рис. 14. 

На следующем шаге производится собственно процесс обучения нейронной 
сети. В зависимости от объема обрабатываемых данных и быстродействия 
компьютера, он может занять определенное время. 

Остановить процесс обучения можно с помощью кнопки "Стоп". После этого 
появляется возможность вернуться на предыдущие шаги Мастера обработки для 
проверки и изменения параметров. Далее процесс обучения может быть запущен 
заново, продолжен или отменен. Если обучение было завершено успешно, то в 
секции "Название текущего процесса" появится сообщение "Успешное завершение". 

Для управления процессом обучения предусмотрены следующие кнопки: 

 
- "Пуск" - запускает процесс в первый раз или возобновляет после 

паузы. 

 
- "Пауза" - временно приостанавливает обработку. Временная приостановка 

процесса имеет смысл в двух случаях: 

 

• Для оценки текущих результатов процесса обучения, например, 
Просмотра графиков динамики ошибок обучения. 

 

• При необходимости освободить ресурсы процессора для других 
приложений. 

 

- "Стоп" - останавливает процесс без возможности его продолжения. 
Практически, останавливать процесс обучения модели принудительно имеет 

смысл если: 

 
• Значения ошибок длительное время не уменьшаются. 

 
• Процент распознанных примеров не увеличивается. 

 В процессе обучения в секциях "Обучающее множество" и "Тестовое 
множество" отображаются максимальная квадратичная ошибка и средняя 
квадратичная ошибка на обучающем множестве и тестовом множестве 
соответственно, а также процент распознанных примеров. 
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 Обучение может с большой долей вероятности считаться успешным, если 
процент распознанных примеров на обучающем и тестовом множествах достаточно 
велик (близок к 100%). 

 В процессе обучения в окне отображаются следующие графики хода 
обучения для обучающего (синяя линия) и тестового (красная линия) множеств: 

 
• Максимальная квадратичная ошибка на обучающем множестве и 

тестовом множестве (сплошная линия). 

 
• Средняя квадратичная ошибка на обучающем множестве и тестовом 

множестве (пунктирная линия). 

 Любой из графиков можно скрыть (показать). Для этого достаточно сбросить 
(установить) соответствующий флажок. 

 Если какой-либо участок графика требуется рассмотреть более подробно, 
можно увеличить масштаб просмотра данного участка. Для этого следует выделить 
прямоугольную область с нужным участком, двигая указатель с нажатой левой 
кнопкой мыши от левого верхнего к правому нижнему углу прямоугольника. 
Повторение данного действия приведет к дальнейшему увеличению масштаба. Чтобы 
вернуть исходный масштаб графика, достаточно выделить любой участок графика, 
двигая при этом мышь с нажатой левой кнопкой от правого нижнего угла 
прямоугольника к левому верхнему. 

 В правой части окна постоянно отображаются номер текущей эпохи и время, 
прошедшее с начала обучения. 

 В поле "Темп обновления" можно задать число эпох обучения сети, через 
которое будет происходить обновление графика. 

 Флажок Рестарт позволяет включить режим инициализации начальных весов 
сети случайными значениями. Если флажок сброшен, то при повторном запуске 
обучения после остановки будет иметь место так называемое "дообучение сети", 
когда обучение будет начато с текущими весами, рисунок 15. 

 

Рис. 15. 
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3.3. Визуализация 
Деревья решений – это классификатор полученный из обучающего 

множества, содержащего объекты и их характеристики, на основе обучения. Дерево 
состоит из узлов и листьев, указывающих на класс. 

Результатом работы алгоритма является список иерархических правил 
образующих дерево.  Каждое правило – это интуитивно-понятная конструкция вида  
"Если…то…" (if-then). Дерево может использоваться для классификации объектов не 
вошедших в обучающее множество. Чтобы принять решение, к какому классу 
следует отнести некоторый объект или ситуацию, требуется ответить на вопросы, 
стоящие в узлах этого дерева, начиная с его корня. Вопросы имеют вид "значение 
параметра А больше В?". Если ответ положительный, осуществляется переход к 
правому узлу следующего уровня. затем снова следует вопрос, связанный с 
соответствующим узлом и т. д. Полученная таким образом древовидная схема очень 
наглядна и удобна для анализа. 

 

Рис. 16. Дерево решений 
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Значимость атрибутов – с помощью данного визуализатора можно 
определить на сколько сильно выходное поле зависит от каждого из входных 
факторов, рисунок 17. 

Визуализатор представляет из себя таблицу состоящую из 3-х столбцов "№", 
"Атрибут" и "Значимость, %". Каждая строчка таблицы содержит один из входных 
атрибутов, определенных при настройке назначения полей дерева решений. Каждому 
входному атрибуту соответствует значимость - степень зависимости выходного поля 
от этого атрибута. Параметр значимость тем больше, чем больший вклад вносит 
конкретный входной атрибут при классификации выходного поля. 

 Фактически данный визуализатор показывает степень нелинейной 
зависимости между выходным и входными полями. 

                                           

Рис. 17. Значимость атрибутов. 

Таблица сопряженности для обучающей выборки: 

  

Таблица сопряженности для тестовой выборки: 

  

По диагонали таблицы расположены примеры, которые были правильно 
распознаны, в остальных ячейках – те, которые были отнесены к другому классу. 
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Используется для оценки качества модели классификации при помощи сравнения 
реальных данных и результатов полученных при помощи модели классификации  

Самоорганизующиеся карты Кохонена 

Полученную в результате обучения карту можно представить в виде слоеного 
пирога, каждый слой которого представляет собой раскраску, порожденную одной из 
компонент исходных данных. Полученный набор раскрасок может использоваться 
для анализа закономерностей, имеющихся между компонентами набора данных. 
После формирования карты получается набор узлов, который можно отобразить в 
виде двумерной картинки. При этом, каждому узлу карты можно поставить в 
соответствие участок на рисунке (четырех или шестиугольный), координаты 
которого определяются координатами соответствующего узла в решетке. Теперь для 
визуализации остается только определить цвет ячеек этой картинки. Для этого и 
используются значения компонент. Самый простой вариант - использование 
градаций серого. В этом случае ячейки, соответствующие узлам карты, в которые 
попали элементы с минимальными значениями компонента или не попало вообще ни 
одной записи, будут изображены черным цветом, а ячейки, в которые попали записи 
с максимальными значениями такого компонента, будут соответствовать ячейке 
белого цвета. В принципе можно использовать любую градиентную палитру для 
раскраски. 

 Кластером будет являться группа векторов, расстояние между которыми 
внутри этой группы меньше, чем расстояние до соседних групп. Структура кластеров 
при использовании алгоритма SOM может быть отображена путем визуализации 
расстояния между опорными векторами (весовыми коэффициентами нейронов). При 
использовании этого метода чаще всего используется унифицированная матрица 
расстояний (U-matrix). При использовании этого метода вычисляется расстояние 
между вектором весов нейрона в сетке и его ближайшими соседями. Затем эти 
значения используются для определения цвета, которым этот узел будет обрисован. 
Обычно используют градации серого, причем чем больше расстояние, тем светлее 
обрисовывается узел. При таком использовании узлам с наибольшим расстоянием 
между ними и соседями соответствует белый цвет, а близлежащим узлам - черный. 

 Полученные раскраски в совокупности образуют атлас, отображающий 
расположение компонент, связи между ними, а также относительное расположение 
различных значений компонент, рисунок 18. 
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Рис. 18. Карты Кохонена 
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Таблица сопряженности для обучающей выборки: 

  

Таблица сопряженности для тестовой выборки: 

  

Нейросети 

Данный визуализатор, рисунок 19,  доступен только для тех ветвей 
сценария, которые были созданы с помощью нейронной сети, которую он 
позволяет представить графически со всеми ее нейронами и синоптическими 
связями. При этом можно увидеть не только ее структуру, но и значения весов, 
которые принимают те или иные нейроны. В зависимости от веса нейрона он 
отображается определенным цветом, а соответствующее значение можно 
определить по цветовой шкале, расположенной внизу окна. 
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Рис. 19. Граф нейросети 

 

Таблица сопряженности для обучающей выборки: 

 

 Таблица сопряженности для тестовой выборки: 
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ЗАКЛЮЧЕНИЕ 
Разобрав методы машинного обучения и применив, наши данные к 

различным методам обработки, мы получили визуализированный результат 
работы алгоритмов. Каждый метод имеет свои достоинства и недостатки. 
Сравнивая их по простоте применения, мы видим, что наиболее простым для 
восприятия, является дерево решений, рисунок 16, так как можно без труда 
прочитать каждое правило и пояснить откуда берется тот или иной результат.  

 
Рис. 16. Дерево решений 
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Об эффективности метода мы можем судить по таблицам 
сопряженности для обучающей и тестовой выборки. По диагонали таблицы 
расположены примеры, которые были правильно распознаны, в остальных 
ячейках – те, которые были отнесены к другому классу (т.е. ошибки). По ним 
можно делать оценку качества модели классификации при помощи сравнения 
реальных данных и результатов полученных при помощи модели 
классификации.  

Таблица сопряженности Дерева решений для обучающей и тестовой выборки: 

  
Таблица сопряженности Карты Кохонена для обучающей и тестовой выборки: 

  
Таблица сопряженности Нейросети для обучающей и тестовой выборки: 

  

Результаты для обучающей выборки (750 клиентов): 

• Дерево решений: не выдавать кредит 490 клиентам, выдать 108 
клиентам, под вопросом (ошибка) 152 клиента. 

• Карты Кохонена: не выдавать кредит 477 клиентам, выдать 124 
клиентам, под вопросом (ошибка) 149 клиентов. 

• Нейросети: не выдавать кредит 532 клиентам, выдать 139 клиентам, под 
вопросом (ошибка) 79 клиентов. 

Следовательно, для обучающей выборки наиболее эффективен метод нейросети, 
ошибка минимальна. 

Результаты для тестовой выборки (250 клиентов): 
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• Дерево решений: не выдавать кредит 153 клиентам, выдать 25 клиентам, 
под вопросом (ошибка) 72 клиента. 

• Карты Кохонена: не выдавать кредит 151 клиенту, выдать 28 клиентам, 
под вопросом (ошибка) 71 клиент. 

• Нейросети: не выдавать кредит 136 клиентам, выдать 40 клиентам, под 
вопросом (ошибка) 74 клиента. 

Следовательно, для тестовой выборки наиболее эффективен метод 
самоорганизующихся карт Кохонена, хотя разница минимальна. 
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